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Von Modellen zu Entscheidungen in Machine Learning mit Python








Vorwort

Machine Learning wird häufig als technische Disziplin beschrieben. Es geht dann um Algorithmen, Daten, Modelle, Metriken und Programme. Diese Sicht ist nicht falsch, aber sie ist unvollständig. Denn Machine Learning endet nicht bei einem trainierten Modell. Es endet auch nicht bei einer hohen Accuracy, einer guten ROC-AUC oder einer gelungenen Visualisierung. Entscheidend ist, was aus einem Modell folgt.

Dieses Buch beginnt deshalb nicht bei Algorithmen, sondern bei Entscheidungen.

Ein Machine-Learning-Modell erzeugt Vorhersagen. Es erkennt Muster in Daten, berechnet Wahrscheinlichkeiten, ordnet Fälle Klassen zu oder schätzt zukünftige Werte. Doch keine dieser Leistungen ist bereits eine verantwortbare Entscheidung. Zwischen Modell und Handlung liegt ein Raum, der oft unterschätzt wird: der Raum der Interpretation, Bewertung und Verantwortung. Genau in diesem Raum bewegt sich dieses Buch.

Es schließt damit an den Gedanken an, dass Data Science nicht bei Daten stehen bleiben darf, sondern auf verantwortbare Lösungen ausgerichtet sein muss (Ellmann 2026b). Ebenso folgt es der Überzeugung, dass Daten, Modelle und Kennzahlen nur dann sinnvoll verwendet werden können, wenn sie durch kritisches Denken, begründete Urteile und transparente Entscheidungen begleitet werden (Ellmann 2026a).

Dieses Buch richtet sich an Leserinnen und Leser, die Machine Learning mit Python verstehen und anwenden möchten, aber nicht bei technischer Bedienung stehen bleiben wollen. Python, NumPy, Pandas und Scikit-Learn sind wichtige Werkzeuge. Sie ermöglichen es, Daten vorzubereiten, Modelle zu trainieren, Ergebnisse zu prüfen und Alternativen zu vergleichen (McKinney 2022; Harris u. a. 2020; Pedregosa u. a. 2011). Aber Werkzeuge ersetzen keine Urteilskraft. Sie machen Urteilskraft notwendiger.

Der Leitgedanke dieses Buches lautet: Machine Learning ist kein Ersatz für menschliches Denken, sondern ein Werkzeug verantwortbarer Problemlösung.

Daraus folgt ein anderer Blick auf Modelle. Ein Modell ist keine Wahrheit. Es ist eine vereinfachte Repräsentation der Wirklichkeit. Die bekannte Einsicht, dass die Karte nicht das Gebiet ist, gilt für Machine Learning in besonderer Weise (Korzybski 1958). Modelle können hilfreich, robust und nützlich sein. Sie können aber auch täuschen, verzerren oder falsche Sicherheit erzeugen. Wer Modelle einsetzt, muss daher nicht nur fragen, wie gut sie rechnen, sondern auch, was sie nicht sehen, welche Annahmen sie enthalten und welche Folgen ihre Verwendung haben kann.

Machine Learning ist in den vergangenen Jahren zu einem mächtigen Werkzeug der Analyse, Prognose und Automatisierung geworden. Standardwerke zeigen eindrucksvoll, wie Modelle mathematisch funktionieren, wie sie trainiert und wie sie praktisch umgesetzt werden können (Hastie u. a. 2009; Géron 2022; Burkov 2019). Dieses Buch nimmt diese technische Grundlage ernst, verschiebt aber den Schwerpunkt. Es fragt nicht nur, wie Modelle entstehen, sondern wie aus ihren Ergebnissen verantwortbare Entscheidungen werden können.

Die Kapitel folgen deshalb einer bewussten Bewegung. Zunächst geht es um das Verhältnis von Modellen, Wirklichkeit und Vorhersagen. Danach werden Fragestellungen, Zielvariablen, Trainingsdaten und Features als Grundlagen jeder Modellbildung betrachtet. Anschließend werden zentrale Modelltypen und ihre Umsetzung mit Python eingeführt. Darauf folgen Bewertung, Modellverständnis, Kennzahlen, Fehlurteile, Entscheidungssituationen, Verantwortung und produktiver Einsatz.

Damit ist dieses Buch kein reines Programmierbuch. Es ist auch kein mathematisches Lehrbuch im engeren Sinne. Es ist ein Buch über Machine Learning als Denk- und Entscheidungswerkzeug.

Die Beispiele mit Python dienen daher nicht dem Selbstzweck. Sie sollen zeigen, wie Modelle entstehen, wie sie geprüft werden und wo ihre Grenzen liegen. Code wird nicht als Magie behandelt, sondern als präzise Formulierung eines Gedankens. Ein Modelltraining ist kein technisches Ritual, sondern eine überprüfbare Entscheidung innerhalb eines größeren Problemlösungsprozesses.

Besonders wichtig ist die Unterscheidung zwischen Vorhersagequalität und Entscheidungsqualität. Ein Modell kann gute Kennzahlen besitzen und dennoch zu schlechten Entscheidungen beitragen. Diese Gefahr ist eng mit Goodharts Gesetz verbunden: Sobald eine Kennzahl selbst zum Ziel wird, verliert sie leicht ihre ursprüngliche Aussagekraft (Goodhart 1984). Umgekehrt kann ein einfaches Modell in einem klar verstandenen Kontext wertvoller sein als ein komplexes Modell, das niemand nachvollziehen kann.

Gute Machine-Learning-Praxis besteht daher nicht darin, das komplizierteste Modell zu wählen, sondern das angemessene. Sie verlangt technische Kompetenz, aber auch Urteilskraft, Unsicherheitstoleranz und Verantwortungsbewusstsein. Entscheidungen unter Unsicherheit sind keine Ausnahme, sondern der Normalfall (Hammond u. a. 2015; Tversky und Kahneman 1974). Machine Learning verändert diesen Umstand nicht. Es macht ihn sichtbarer.

Dieses Buch möchte dazu beitragen, Machine Learning nüchtern, kritisch und verantwortungsvoll zu verstehen. Es soll technisches Wissen vermitteln, aber zugleich vor technischer Selbstüberschätzung schützen. Es soll zeigen, wie Modelle entwickelt werden, aber auch, warum Modelle niemals die Verantwortung für Entscheidungen übernehmen können.

Denn am Ende entscheidet nicht das Modell.

Am Ende entscheidet der Mensch, der das Modell auswählt, trainiert, bewertet, interpretiert, einsetzt und seine Folgen verantwortet.




Einleitung

Machine Learning gehört zu den einflussreichsten Entwicklungen der modernen Informatik. Kaum ein Bereich der digitalen Welt kommt heute ohne Verfahren aus, die aus Daten lernen, Muster erkennen oder Vorhersagen treffen. Suchmaschinen ordnen Informationen, Empfehlungssysteme schlagen Produkte vor, Kreditinstitute bewerten Risiken, medizinische Systeme unterstützen Diagnosen und Unternehmen nutzen Prognosemodelle zur Planung zukünftiger Entwicklungen.

Die technische Leistungsfähigkeit dieser Systeme ist beeindruckend. Gleichzeitig entsteht dadurch leicht der Eindruck, Machine Learning sei vor allem eine Frage von Algorithmen, Rechenleistung und Datenmengen. Wer die richtigen Daten besitzt und den passenden Algorithmus auswählt, so scheint es, könne zuverlässige Antworten auf komplexe Fragestellungen erhalten.

Diese Vorstellung ist verführerisch, aber unzureichend.

Machine Learning liefert keine Antworten auf Fragen der Verantwortung. Es entscheidet nicht, welches Problem gelöst werden soll. Es legt nicht fest, welche Ziele verfolgt werden. Es bewertet keine gesellschaftlichen Folgen und übernimmt keine Verantwortung für die Konsequenzen seines Einsatzes. Modelle erzeugen Vorhersagen. Menschen treffen Entscheidungen.

Genau an diesem Punkt setzt dieses Buch an.




Warum dieses Buch entstanden ist

In vielen Lehrbüchern wird Machine Learning als Sammlung von Verfahren präsentiert. Leser lernen Klassifikation, Regression, Clustering, neuronale Netze und verschiedene Optimierungsverfahren kennen. Diese Perspektive ist fachlich notwendig und bildet die Grundlage jeder praktischen Anwendung (Hastie u. a. 2009; Géron 2022; Burkov 2019).

Gleichzeitig entsteht dabei leicht ein verkürztes Bild. Die eigentliche Herausforderung besteht selten darin, ein Modell zu trainieren. Moderne Bibliotheken wie Scikit-Learn stellen leistungsfähige Verfahren mit wenigen Programmzeilen bereit (Pedregosa u. a. 2011). Die größere Herausforderung besteht darin, die richtige Fragestellung zu formulieren, geeignete Daten auszuwählen, Ergebnisse sinnvoll zu interpretieren und auf dieser Grundlage verantwortbare Entscheidungen zu treffen.

Diese Beobachtung knüpft an die Grundgedanken von Data Science und kritischem Denken an. Daten besitzen keinen Selbstzweck. Sie sollen helfen, Probleme besser zu verstehen und fundierte Lösungen zu entwickeln (Ellmann 2026b). Ebenso genügt es nicht, Informationen zu sammeln oder Modelle zu trainieren. Erkenntnisse müssen kritisch geprüft, Annahmen hinterfragt und Schlussfolgerungen begründet werden (Ellmann 2026a).

Dieses Buch betrachtet Machine Learning deshalb nicht primär als technische Disziplin, sondern als Bestandteil eines größeren Problemlösungs- und Entscheidungsprozesses.




Machine Learning als Modellbildung

Im Kern beschäftigt sich Machine Learning mit der Konstruktion von Modellen.

Ein Modell beschreibt einen Ausschnitt der Wirklichkeit in vereinfachter Form. Es reduziert Komplexität, hebt bestimmte Merkmale hervor und blendet andere aus. Diese Vereinfachung ist keine Schwäche, sondern die Voraussetzung dafür, überhaupt Erkenntnisse gewinnen zu können.

Gleichzeitig entstehen dadurch Grenzen.

Die Wirklichkeit ist immer komplexer als jedes Modell. Bereits Alfred Korzybski formulierte die bekannte Einsicht, dass die Landkarte nicht das Gebiet ist (Korzybski 1958). Ein Modell kann nützlich sein, ohne vollständig zu sein. Es kann hilfreich sein, ohne die Wahrheit abzubilden. Wer Modelle verwendet, sollte deshalb niemals vergessen, dass jede Modellierung eine Auswahl von Annahmen beinhaltet.

Diese Einsicht gilt für statistische Modelle ebenso wie für moderne Machine-Learning-Verfahren.

Ein Random Forest, ein neuronales Netz oder ein Gradient-Boosting-Modell sind keine objektiven Abbilder der Wirklichkeit. Sie sind Werkzeuge zur Annäherung an bestimmte Fragestellungen. Ihre Qualität bemisst sich nicht allein an mathematischen Kennzahlen, sondern auch daran, ob sie im jeweiligen Kontext zu besseren Entscheidungen beitragen.




Vorhersagen, Unsicherheit und Entscheidungen

Ein zentrales Missverständnis besteht darin, Vorhersagen mit Entscheidungen gleichzusetzen.

Ein Modell kann beispielsweise mit hoher Wahrscheinlichkeit vorhersagen, dass ein Kredit ausfallen wird. Die Entscheidung, ob ein Kredit vergeben werden soll, bleibt dennoch eine menschliche Entscheidung. Sie hängt nicht nur von Wahrscheinlichkeiten ab, sondern auch von Zielen, Risiken, Alternativen und Verantwortlichkeiten.

Machine Learning reduziert Unsicherheit nicht auf null. Es verschiebt lediglich den Umgang mit Unsicherheit auf eine systematischere Grundlage.

Die Forschung zu Urteilen und Entscheidungen zeigt seit Jahrzehnten, dass Menschen Schwierigkeiten haben, Unsicherheit korrekt einzuschätzen (Tversky und Kahneman 1974; Kahneman 2012). Modelle können dabei helfen, konsistentere Einschätzungen zu erzeugen. Sie beseitigen jedoch weder Unsicherheit noch die Notwendigkeit verantwortlicher Entscheidungen.

Deshalb wird dieses Buch immer wieder zwischen drei Ebenen unterscheiden:


	der Wirklichkeit,


	dem Modell,


	der Entscheidung.




Wer diese Ebenen verwechselt, überschätzt leicht die Aussagekraft von Modellen oder unterschätzt die Verantwortung des Menschen.




Die Rolle von Python

Machine Learning ist heute eng mit Python verbunden.

Bibliotheken wie NumPy, Pandas und Scikit-Learn haben wesentlich dazu beigetragen, dass datengetriebene Methoden für Wissenschaft, Wirtschaft und Bildung zugänglich wurden (McKinney 2010, 2022; Harris u. a. 2020; Pedregosa u. a. 2011).

Python spielt daher auch in diesem Buch eine wichtige Rolle. Alle praktischen Beispiele werden mit etablierten Werkzeugen umgesetzt. Der Fokus liegt jedoch nicht auf möglichst komplexem Code, sondern auf Verständlichkeit und Nachvollziehbarkeit.

Programmcode wird als Mittel zum Zweck betrachtet. Er soll Modelle transparent machen und ihre Funktionsweise verdeutlichen. Das Ziel besteht nicht darin, möglichst viele Bibliotheken kennenzulernen, sondern die Prinzipien hinter den Verfahren zu verstehen.




Aufbau des Buches

Das Buch folgt einer bewusst gewählten Argumentationslinie.

Im ersten Teil wird Machine Learning als Form der Modellbildung betrachtet. Dabei stehen die Beziehungen zwischen Wirklichkeit, Modellen, Vorhersagen und Entscheidungen im Mittelpunkt.

Anschließend werden Fragestellungen, Zielvariablen, Daten und Merkmale untersucht. Denn bevor ein Modell trainiert werden kann, muss klar sein, welches Problem überhaupt gelöst werden soll.

Darauf folgen die wichtigsten Modelltypen sowie ihre praktische Umsetzung mit Python. Dabei wird deutlich, dass unterschiedliche Verfahren unterschiedliche Stärken, Schwächen und Einsatzgebiete besitzen.

Ein weiterer Schwerpunkt liegt auf dem Verständnis und der Bewertung von Modellen. Kennzahlen werden nicht nur technisch erklärt, sondern hinsichtlich ihrer Aussagekraft und ihrer Grenzen untersucht. Die Frage lautet nicht lediglich, wie eine Kennzahl berechnet wird, sondern welche Entscheidungen sie unterstützen kann.

Im weiteren Verlauf werden Modellvergleiche, Unsicherheit, Risiko und Entscheidungsfindung behandelt. Anschließend folgen Fragen der Fairness, Transparenz, Erklärbarkeit und Verantwortung. Den Abschluss bilden Aspekte des produktiven Einsatzes von Machine-Learning-Systemen.




Ziel dieses Buches

Nach der Lektüre sollen Sie Machine Learning nicht nur anwenden können.

Sie sollen verstehen,


	wie Modelle entstehen,


	welche Annahmen ihnen zugrunde liegen,


	wie ihre Ergebnisse bewertet werden können,


	welche Grenzen ihre Aussagen besitzen,


	welche Risiken mit ihrem Einsatz verbunden sind und


	wie aus Vorhersagen verantwortbare Entscheidungen werden.




Damit verfolgt dieses Buch ein doppeltes Ziel.

Es vermittelt die technischen Grundlagen moderner Machine-Learning-Verfahren und stärkt zugleich die Fähigkeit, deren Ergebnisse kritisch zu beurteilen.

Denn die entscheidende Frage lautet nicht, ob ein Modell rechnen kann.

Die entscheidende Frage lautet, ob Menschen die Ergebnisse eines Modells so verstehen, dass daraus verantwortbare Entscheidungen entstehen können.




1 Machine Learning als verantwortbare Problemlösung




1.1 Von Modellen zu Entscheidungen

Menschen treffen Entscheidungen unter Unsicherheit. Diese Feststellung ist weder neu noch auf Machine Learning beschränkt. Sie gilt für wirtschaftliche Investitionen ebenso wie für medizinische Diagnosen, politische Maßnahmen oder alltägliche Entscheidungen. Niemand verfügt über vollständige Informationen. Niemand kennt die Zukunft. Jede Entscheidung erfolgt auf Grundlage unvollständiger Beobachtungen, begrenzten Wissens und unsicherer Erwartungen.

Genau an dieser Stelle entsteht der Bedarf nach Modellen.

Modelle helfen dabei, die Komplexität der Wirklichkeit zu reduzieren. Sie ermöglichen es, Zusammenhänge sichtbar zu machen, Entwicklungen abzuschätzen und zukünftige Ereignisse mit einer gewissen Wahrscheinlichkeit vorherzusagen. Ohne Modelle wäre jede Entscheidung ausschließlich auf Intuition, Erfahrung oder Zufall angewiesen.

Machine Learning erweitert die Möglichkeiten der Modellbildung erheblich. Statt Zusammenhänge ausschließlich durch menschliche Analyse zu identifizieren, können Algorithmen Muster direkt aus Daten lernen. Dadurch entstehen Modelle, die Millionen von Beobachtungen verarbeiten, komplexe Beziehungen erkennen und Vorhersagen in einer Geschwindigkeit erzeugen können, die für Menschen allein nicht erreichbar wäre (Hastie u. a. 2009; Burkov 2019).

Doch genau hier beginnt ein häufiges Missverständnis.




1.1.1 Die Verwechslung von Vorhersage und Entscheidung

Machine Learning erzeugt Vorhersagen.

Entscheidungen werden von Menschen getroffen.

Diese Unterscheidung erscheint zunächst offensichtlich, wird in der Praxis jedoch häufig verwischt.

Angenommen, ein Modell berechnet für einen Kreditantrag eine Ausfallwahrscheinlichkeit von 18 Prozent. Das Modell hat damit eine Vorhersage erzeugt. Die Entscheidung, ob der Kredit vergeben werden soll, ist damit jedoch noch nicht getroffen.

Für die Entscheidung müssen weitere Fragen beantwortet werden:


	Welche Risiken sind akzeptabel?


	Welche Alternativen existieren?


	Welche wirtschaftlichen Ziele werden verfolgt?


	Welche regulatorischen Vorgaben gelten?


	Welche Folgen hätte eine Fehlentscheidung?




Das Modell liefert Informationen. Die Entscheidung entsteht erst durch deren Interpretation.

Ähnliche Situationen finden sich in nahezu allen Anwendungsgebieten des Machine Learning. Ein medizinisches Modell kann die Wahrscheinlichkeit einer Erkrankung schätzen. Ein Prognosemodell kann zukünftige Verkaufszahlen vorhersagen. Ein Empfehlungssystem kann die Wahrscheinlichkeit berechnen, mit der ein Nutzer auf einen bestimmten Inhalt reagiert.

In keinem dieser Fälle entsteht die Entscheidung automatisch aus der Vorhersage.

Zwischen Vorhersage und Handlung liegt ein Interpretationsraum, der von Menschen gestaltet werden muss.




1.1.2 Warum Modelle benötigt werden

Wenn Modelle keine Entscheidungen treffen, stellt sich die Frage nach ihrem eigentlichen Nutzen.

Die Antwort liegt in der Natur menschlicher Erkenntnis.

Menschen können die Wirklichkeit nicht vollständig erfassen. Die Anzahl möglicher Einflussfaktoren übersteigt in vielen Situationen die Grenzen menschlicher Wahrnehmung und Verarbeitung. Entscheidungen benötigen daher Vereinfachungen.

Modelle sind solche Vereinfachungen.

Sie konzentrieren sich auf ausgewählte Merkmale und Beziehungen, die für eine bestimmte Fragestellung relevant erscheinen. Dadurch reduzieren sie Komplexität und schaffen Orientierung.

Dieses Prinzip findet sich weit über die Informatik hinaus. Landkarten vereinfachen geografische Räume. Wirtschaftsmodelle vereinfachen Märkte. Naturwissenschaftliche Modelle vereinfachen physikalische Prozesse.

Machine-Learning-Modelle unterscheiden sich vor allem dadurch, dass viele ihrer Zusammenhänge nicht explizit formuliert, sondern aus Daten gelernt werden (Géron 2022; Pedregosa u. a. 2011).

Dennoch bleibt ihr grundlegender Charakter unverändert: Sie sind Werkzeuge zur Vereinfachung der Wirklichkeit.




1.1.3 Von Daten zu Modellen

Jedes Machine-Learning-Modell beginnt mit Daten.

Daten entstehen durch Beobachtungen. Sie beschreiben Ereignisse, Zustände oder Prozesse der Wirklichkeit in strukturierter Form. Allerdings enthalten Daten niemals die Wirklichkeit selbst. Sie bilden lediglich bestimmte Ausschnitte davon ab (Ellmann 2026b).

Aus diesen Beobachtungen versucht Machine Learning Regelmäßigkeiten abzuleiten.

Ein Modell lernt beispielsweise, welche Merkmale häufig gemeinsam auftreten oder welche Eigenschaften mit bestimmten Ergebnissen verbunden sind. Aus vergangenen Beobachtungen werden Erwartungen über zukünftige Beobachtungen abgeleitet.

Dieser Übergang von Daten zu Modellen stellt einen zentralen Schritt moderner Data-Science-Prozesse dar (Fayyad u. a. 1996; Chapman u. a. 2000; Provost und Fawcett 2013).

Gleichzeitig entstehen dabei unvermeidbare Annahmen:


	Die verfügbaren Daten sind ausreichend repräsentativ.


	Die Vergangenheit enthält Informationen über die Zukunft.


	Die beobachteten Zusammenhänge bleiben zumindest teilweise stabil.


	Die gewählten Merkmale erfassen relevante Aspekte des Problems.




Keine dieser Annahmen ist selbstverständlich.

Deshalb sollten Modelle niemals als objektive Wahrheiten verstanden werden.




1.1.4 Von Modellen zu Entscheidungen

Der eigentliche Wert eines Modells zeigt sich nicht während des Trainings.

Er zeigt sich erst dann, wenn Menschen seine Ergebnisse nutzen.

Ein Modell kann mathematisch hervorragend funktionieren und dennoch zu schlechten Entscheidungen beitragen. Ebenso kann ein vergleichsweise einfaches Modell in einem klar verstandenen Kontext äußerst wertvoll sein.

Die Qualität einer Entscheidung hängt daher nicht ausschließlich von der Qualität des Modells ab.

Sie hängt auch davon ab,


	ob das richtige Problem betrachtet wurde,


	ob die verwendeten Daten geeignet sind,


	ob die Modellgrenzen verstanden werden,


	ob Unsicherheit berücksichtigt wird,


	ob Alternativen geprüft wurden und


	ob die Konsequenzen einer Entscheidung transparent sind.




Entscheidungen entstehen somit in einem größeren System aus Daten, Modellen, Menschen, Zielen und Verantwortung.




1.1.5 Die Rolle der Unsicherheit

Eine besondere Herausforderung besteht darin, dass Machine Learning Unsicherheit nicht beseitigt.

Häufig entsteht der Eindruck, dass große Datenmengen automatisch zu Gewissheit führen. Tatsächlich können Daten Unsicherheit reduzieren, sie aber niemals vollständig entfernen.

Bereits die Forschung von Tversky und Kahneman zeigt, dass Menschen Schwierigkeiten haben, Wahrscheinlichkeiten korrekt zu interpretieren und Unsicherheit angemessen zu berücksichtigen (Tversky und Kahneman 1974; Kahneman 2012).

Machine Learning kann helfen, Unsicherheit systematischer zu beschreiben. Es ersetzt jedoch nicht die Notwendigkeit, mit Unsicherheit umzugehen.

Jede Vorhersage bleibt eine Aussage über Möglichkeiten, nicht über Gewissheiten.

Dies gilt selbst dann, wenn ein Modell außergewöhnlich gute Kennzahlen erreicht.




1.1.6 Urteilskraft als entscheidender Faktor

Wenn Daten nicht mit Wirklichkeit identisch sind, Modelle keine Wahrheiten darstellen und Vorhersagen keine Entscheidungen ersetzen, stellt sich die Frage nach dem entscheidenden Erfolgsfaktor.

Die Antwort lautet: Urteilskraft.

Urteilskraft verbindet Daten, Modelle und Handlungen.

Sie ermöglicht es,


	relevante Informationen von irrelevanten zu unterscheiden,


	Annahmen kritisch zu prüfen,


	Risiken abzuwägen,


	Unsicherheit zu akzeptieren und


	Entscheidungen nachvollziehbar zu begründen.




Damit steht Machine Learning in enger Beziehung zu kritischem Denken und verantwortbarer Entscheidungsfindung (Ellmann 2026a; Hammond u. a. 2015; Stanovich 2010).

Technische Kompetenz bleibt notwendig. Sie genügt jedoch nicht.

Wer Machine Learning verantwortungsvoll einsetzen möchte, benötigt sowohl die Fähigkeit zur Modellbildung als auch die Fähigkeit zur kritischen Reflexion.




1.1.7 Ausblick

Dieses Buch betrachtet Machine Learning daher nicht als Sammlung von Algorithmen, sondern als Weg von Daten über Modelle zu Entscheidungen.

Die folgenden Kapitel untersuchen zunächst, was Machine Learning tatsächlich leistet und welche Rolle Modelle bei der Beschreibung der Wirklichkeit spielen. Erst auf dieser Grundlage werden konkrete Verfahren, Werkzeuge und Anwendungen eingeführt.

Denn bevor wir verstehen können, wie ein Modell funktioniert, sollten wir verstehen, welche Rolle es in einem Entscheidungsprozess überhaupt spielt.




1.2 Was Machine Learning eigentlich leistet

Machine Learning gehört zu den meistdiskutierten Technologien der Gegenwart. Unternehmen investieren Milliardenbeträge in datengetriebene Systeme, Forschungseinrichtungen entwickeln immer leistungsfähigere Verfahren, und Medien berichten regelmäßig über neue Anwendungen künstlicher Intelligenz. Dabei entsteht leicht der Eindruck, Machine Learning könne Probleme eigenständig lösen, Entscheidungen treffen oder sogar menschliches Denken ersetzen.

Eine solche Sichtweise überschätzt jedoch die tatsächlichen Fähigkeiten dieser Verfahren.

Um Machine Learning verantwortungsvoll einzusetzen, ist zunächst zu verstehen, was Machine Learning tatsächlich leistet – und was nicht.




1.2.1 Die Grundidee des Machine Learning

Im Kern beschäftigt sich Machine Learning mit der automatischen Erkennung von Mustern in Daten.

Während klassische Programme aus explizit formulierten Regeln bestehen, lernen Machine-Learning-Systeme diese Regeln aus Beispielen. Statt einem Computer jeden einzelnen Entscheidungsschritt vorzuschreiben, werden ihm Beobachtungen zur Verfügung gestellt, aus denen er Zusammenhänge ableiten soll.

Dieses Prinzip lässt sich anhand eines einfachen Beispiels verdeutlichen.

Angenommen, ein Unternehmen möchte vorhersagen, ob Kundinnen und Kunden einen Vertrag kündigen werden. Ein klassischer Ansatz würde versuchen, feste Regeln zu formulieren:


	Wenn die Vertragsdauer kurz ist und viele Beschwerden vorliegen, dann besteht ein hohes Kündigungsrisiko.


	Wenn die Vertragsdauer lang ist und die Kundenzufriedenheit hoch ist, dann besteht ein geringes Kündigungsrisiko.




In der Praxis sind solche Zusammenhänge jedoch oft wesentlich komplexer. Machine Learning versucht deshalb, die relevanten Muster direkt aus historischen Daten zu lernen (Hastie u. a. 2009; Burkov 2019).

Das Modell analysiert vergangene Fälle und sucht nach Strukturen, die mit späteren Kündigungen zusammenhängen. Aus diesen Beobachtungen entsteht ein Modell, das anschließend auf neue Fälle angewendet werden kann.




1.2.2 Machine Learning als Verallgemeinerung

Eine der wichtigsten Leistungen von Machine Learning besteht in der Fähigkeit zur Verallgemeinerung.

Modelle sollen nicht lediglich bekannte Daten auswendig lernen. Sie sollen Zusammenhänge erkennen, die auch für bisher unbekannte Fälle gelten.

Dieser Gedanke ist zentral.

Wenn ein Modell lediglich die Trainingsdaten reproduziert, besitzt es keinen praktischen Nutzen. Sein Wert entsteht erst dadurch, dass es auf neue Situationen angewendet werden kann.

Machine Learning versucht deshalb, aus Beobachtungen allgemeine Muster abzuleiten.

Ein Kreditmodell wird anhand vergangener Kreditentscheidungen trainiert, soll aber zukünftige Anträge bewerten. Ein medizinisches Modell lernt anhand historischer Diagnosen, soll aber zukünftige Patientinnen und Patienten unterstützen. Ein Empfehlungssystem analysiert vergangene Interaktionen, soll aber zukünftige Interessen vorhersagen.

Machine Learning beschäftigt sich somit weniger mit der Vergangenheit als mit der Nutzung vergangener Informationen für zukünftige Entscheidungen.




1.2.3 Machine Learning erzeugt Wahrscheinlichkeiten

Ein weiteres Missverständnis besteht in der Annahme, Machine Learning liefere sichere Antworten.

Tatsächlich arbeiten die meisten Verfahren mit Wahrscheinlichkeiten.

Ein Modell sagt beispielsweise nicht:


„Dieser Kunde wird seinen Vertrag kündigen.“



Sondern vielmehr:


„Unter den gegebenen Bedingungen erscheint eine Kündigung mit hoher Wahrscheinlichkeit plausibel.“



Dieser Unterschied ist entscheidend.

Modelle operieren unter Unsicherheit. Sie erzeugen Einschätzungen über mögliche Entwicklungen, keine Gewissheiten.

Gerade deshalb sollte man Vorhersagen niemals mit Fakten verwechseln. Ein Modell beschreibt Erwartungen über zukünftige Ereignisse. Es kann diese Ereignisse jedoch nicht garantieren.

Die Unterscheidung zwischen Wahrscheinlichkeit und Gewissheit gehört zu den wichtigsten Grundlagen verantwortbarer Modellnutzung (Tversky und Kahneman 1974; Kahneman 2012).




1.2.4 Machine Learning entdeckt keine Kausalität

Ein weiterer häufiger Irrtum besteht darin, Machine Learning mit Erklärung gleichzusetzen.

Machine-Learning-Verfahren erkennen statistische Muster. Sie identifizieren Zusammenhänge zwischen Variablen. Daraus folgt jedoch nicht automatisch, dass sie die Ursachen dieser Zusammenhänge verstehen.

Wenn ein Modell feststellt, dass bestimmte Merkmale häufig gemeinsam auftreten, bedeutet dies zunächst nur, dass eine statistische Beziehung vorliegt.

Warum diese Beziehung existiert, bleibt oft offen.

Machine Learning beantwortet daher typischerweise Fragen wie:


	Welche Merkmale treten gemeinsam auf?


	Welche Faktoren verbessern Vorhersagen?


	Welche Muster lassen sich in Daten erkennen?




Es beantwortet jedoch nicht automatisch Fragen wie:


	Warum entsteht dieser Zusammenhang?


	Welche Ursache liegt zugrunde?


	Welche Mechanismen wirken im Hintergrund?




Diese Unterscheidung zwischen Vorhersage und Erklärung gehört zu den zentralen Erkenntnissen moderner Statistik und Data Science (Hastie u. a. 2009; Provost und Fawcett 2013).




1.2.5 Machine Learning ersetzt keine Fachkompetenz

Weil Modelle aus Daten lernen können, entsteht gelegentlich die Vorstellung, Fachwissen werde überflüssig.

Das Gegenteil ist der Fall.

Je leistungsfähiger die verfügbaren Werkzeuge werden, desto wichtiger wird die Fähigkeit, Probleme korrekt zu formulieren und Ergebnisse sinnvoll zu interpretieren.

Machine Learning kann beispielsweise vorhersagen, welche Patientinnen und Patienten ein erhöhtes Gesundheitsrisiko besitzen. Die medizinische Bedeutung dieser Vorhersage muss jedoch weiterhin von Fachleuten bewertet werden.

Ähnliches gilt für wirtschaftliche, technische oder gesellschaftliche Fragestellungen.

Modelle liefern Informationen.

Fachwissen liefert Bedeutung.

Erst das Zusammenspiel beider Komponenten ermöglicht verantwortbare Entscheidungen.

Diese Erkenntnis entspricht auch den Grundprinzipien moderner Data-Science-Prozesse, in denen Domänenwissen eine zentrale Rolle spielt (Chapman u. a. 2000; Fayyad u. a. 1996).




1.2.6 Machine Learning ist keine künstliche Intelligenz im menschlichen Sinn

In öffentlichen Diskussionen werden Machine Learning und künstliche Intelligenz häufig gleichgesetzt.

Aus technischer Sicht ist diese Gleichsetzung problematisch.

Die meisten Machine-Learning-Verfahren verfügen weder über Bewusstsein noch über Verständnis. Sie besitzen keine Absichten, keine Ziele und keine eigene Vorstellung von Wahrheit oder Bedeutung.

Ein Modell verarbeitet mathematische Strukturen.

Es erkennt Muster.

Es optimiert Zielfunktionen.

Es verfolgt jedoch keine eigenen Interessen.

Selbst hochkomplexe Systeme bleiben letztlich Werkzeuge, deren Verhalten durch Daten, Modellarchitektur und Optimierungskriterien bestimmt wird (Géron 2022; Huyen 2022).

Die Verantwortung für ihren Einsatz bleibt deshalb beim Menschen.




1.2.7 Was Machine Learning tatsächlich leistet

Die bisherigen Überlegungen lassen sich auf einen zentralen Punkt verdichten.

Machine Learning leistet vier Dinge besonders gut:


	Es erkennt Muster in großen Datenmengen.


	Es kann Zusammenhänge verallgemeinern.


	Es erzeugt Vorhersagen unter Unsicherheit.


	Es unterstützt Menschen bei datenbasierten Entscheidungen.




Machine Learning leistet dagegen nicht automatisch:


	die Erklärung von Ursachen,


	die Formulierung von Zielen,


	die Bewertung von Konsequenzen,


	die Übernahme von Verantwortung.




Diese Aufgaben verbleiben beim Menschen.




1.2.8 Ausblick

Machine Learning erzeugt Modelle.

Diese Modelle liefern Vorhersagen.

Vorhersagen können Entscheidungen unterstützen.

Doch zwischen Modell und Entscheidung liegt immer ein Interpretationsprozess.

Um diesen Prozess zu verstehen, müssen wir zunächst betrachten, was Modelle überhaupt sind und wie sie sich zur Wirklichkeit verhalten.

Genau darum geht es im nächsten Kapitel.




1.3 Modelle sind nicht die Wirklichkeit

Jedes Machine-Learning-System basiert auf einem Modell.

Der Begriff wird häufig verwendet, ohne näher zu hinterfragen, was ein Modell eigentlich ist. Dabei gehört genau diese Frage zu den wichtigsten Grundlagen eines verantwortungsvollen Umgangs mit Machine Learning.

Wer die Leistungsfähigkeit von Modellen verstehen möchte, muss zunächst ihre Grenzen verstehen.

Denn Modelle sind niemals die Wirklichkeit selbst.

Sie sind vereinfachte Beschreibungen der Wirklichkeit.




1.3.1 Warum Menschen Modelle benötigen

Die Welt ist komplex.

Jede Situation enthält unzählige Einflussfaktoren, Wechselwirkungen und Unsicherheiten. Kein Mensch kann alle Aspekte der Wirklichkeit gleichzeitig erfassen und verarbeiten. Entscheidungen wären unmöglich, wenn wir versuchen würden, jede Einzelheit zu berücksichtigen.

Deshalb arbeiten Menschen seit jeher mit Modellen.

Landkarten reduzieren geografische Räume auf relevante Informationen. Baupläne reduzieren Gebäude auf ihre wesentlichen Strukturen. Wirtschaftsmodelle reduzieren Märkte auf ausgewählte Einflussgrößen. Wissenschaftliche Theorien reduzieren komplexe Phänomene auf erklärende Zusammenhänge.

Modelle entstehen also nicht trotz der Komplexität der Welt, sondern wegen ihrer Komplexität.

Sie machen Orientierung überhaupt erst möglich.

Diese grundlegende Funktion von Modellen findet sich in nahezu allen wissenschaftlichen Disziplinen wieder (Hastie u. a. 2009; Provost und Fawcett 2013).




1.3.2 Die Karte ist nicht das Gebiet

Eine der bekanntesten Formulierungen zum Verhältnis von Modell und Wirklichkeit stammt von Alfred Korzybski:


Die Karte ist nicht das Gebiet.



Mit dieser Aussage beschreibt Korzybski eine grundlegende Eigenschaft aller Modelle (Korzybski 1958).

Eine Landkarte kann außerordentlich nützlich sein. Sie kann Orientierung ermöglichen, Entfernungen darstellen und Wege sichtbar machen. Dennoch bleibt sie eine Vereinfachung.

Eine perfekte Karte im Maßstab eins zu eins wäre identisch mit der Landschaft selbst und damit praktisch wertlos.

Der Nutzen einer Karte entsteht gerade dadurch, dass sie vereinfacht.

Dasselbe gilt für Machine-Learning-Modelle.

Ein Modell bildet nicht die gesamte Wirklichkeit ab. Es konzentriert sich auf bestimmte Merkmale und Zusammenhänge, die für eine Fragestellung relevant erscheinen.

Dadurch wird das Modell nutzbar.

Gleichzeitig entstehen unvermeidbare Grenzen.




1.3.3 Jedes Modell trifft Annahmen

Modelle entstehen nicht im luftleeren Raum.

Jedes Modell basiert auf Annahmen.

Bereits die Auswahl der Daten enthält Entscheidungen darüber, welche Aspekte der Wirklichkeit berücksichtigt werden und welche nicht. Auch die Auswahl von Merkmalen, Zielvariablen und Modellarchitekturen bestimmt, wie die Welt beschrieben wird.

Ein Kreditmodell berücksichtigt beispielsweise Einkommen, Beschäftigungsdauer oder bestehende Verbindlichkeiten.

Es berücksichtigt möglicherweise nicht:


	persönliche Lebensumstände,


	individuelle Entwicklungspotenziale,


	außergewöhnliche Ereignisse,


	zukünftige Veränderungen des wirtschaftlichen Umfelds.




Diese Aspekte existieren dennoch.

Sie werden lediglich nicht vom Modell erfasst.

Jedes Modell beschreibt deshalb nur einen Ausschnitt der Wirklichkeit.

Diese Einsicht ist zentral für verantwortungsvolle Modellanwendung.




1.3.4 Warum Vereinfachung notwendig ist

Die Tatsache, dass Modelle vereinfachen, ist kein Fehler.

Sie ist ihre eigentliche Funktion.

William von Ockham formulierte bereits im Mittelalter das Prinzip, dass von mehreren Erklärungen die einfachste bevorzugt werden sollte, sofern sie die Beobachtungen ausreichend erklärt (Ockham 1990).

Dieses Prinzip wirkt bis heute in Wissenschaft, Statistik und Machine Learning fort.

Ein Modell soll nicht möglichst kompliziert sein.

Es soll gerade kompliziert genug sein, um das relevante Problem zu lösen.

Zu einfache Modelle erfassen wichtige Zusammenhänge nicht.

Zu komplexe Modelle erfassen möglicherweise Zufälligkeiten, die keine allgemeine Bedeutung besitzen.

Zwischen diesen Extremen liegt die eigentliche Herausforderung moderner Modellbildung.




1.3.5 Modelle lernen aus Beobachtungen

Machine-Learning-Modelle lernen nicht direkt aus der Wirklichkeit.

Sie lernen aus Daten.

Dieser Unterschied ist entscheidend.

Daten sind Beobachtungen der Wirklichkeit. Sie entstehen durch Messungen, Erhebungen, Transaktionen oder andere Formen der Datenerfassung. Dabei gehen zwangsläufig Informationen verloren.

Ein Unternehmen besitzt beispielsweise Kundendaten.

Diese Daten enthalten möglicherweise:


	Alter,


	Wohnort,


	Kaufhistorie,


	Vertragsinformationen.




Nicht enthalten sind häufig:


	persönliche Motive,


	individuelle Ziele,


	zukünftige Lebensereignisse,


	emotionale Faktoren.




Das Modell kann nur mit den Informationen arbeiten, die in den Daten vorhanden sind.

Was nicht beobachtet wurde, kann auch nicht gelernt werden.

Daher ist die Qualität eines Modells immer eng mit der Qualität seiner Daten verbunden (Olson 2003; Kuhn und Johnson 2019).




1.3.6 Warum gute Modelle dennoch falsch sein können

Ein Modell kann mathematisch hervorragend funktionieren und dennoch ein verzerrtes Bild der Wirklichkeit erzeugen.

Dies geschieht beispielsweise dann, wenn:


	wichtige Informationen fehlen,


	die Daten nicht repräsentativ sind,


	historische Verzerrungen übernommen werden,


	sich die Umwelt verändert,


	Zusammenhänge nur vorübergehend bestanden haben.




Die Geschichte datengetriebener Systeme enthält zahlreiche Beispiele für solche Probleme.

Modelle können Diskriminierungen verstärken, falsche Empfehlungen erzeugen oder Risiken unterschätzen, obwohl ihre statistischen Kennzahlen überzeugend erscheinen (O’Neil 2016; Barocas u. a. 2023).

Die mathematische Qualität eines Modells garantiert daher nicht automatisch seine praktische Angemessenheit.




1.3.7 Die Gefahr der Modellgläubigkeit

Je erfolgreicher ein Modell erscheint, desto größer wird oft die Versuchung, seine Ergebnisse unkritisch zu akzeptieren.

Diese Form der Modellgläubigkeit gehört zu den größten Risiken datengetriebener Entscheidungen.

Menschen neigen dazu, quantitativen Ergebnissen besonderes Vertrauen entgegenzubringen. Zahlen wirken objektiv. Wahrscheinlichkeiten wirken präzise. Diagramme vermitteln Sicherheit.

Doch Präzision ist nicht dasselbe wie Wahrheit.

Ein Modell kann beispielsweise eine Ausfallwahrscheinlichkeit von exakt 17,4 Prozent berechnen.

Diese Zahl wirkt beeindruckend.

Tatsächlich basiert sie jedoch auf Annahmen, Daten und Vereinfachungen, deren Grenzen häufig weniger sichtbar sind als die Zahl selbst.

Kritisches Denken bedeutet deshalb, Modelle nicht nur nach ihren Ergebnissen zu beurteilen, sondern auch nach ihren Voraussetzungen (Ellmann 2026a; Stanovich 2010).




1.3.8 Modelle als Werkzeuge

Ein hilfreicher Blick auf Machine Learning besteht darin, Modelle als Werkzeuge zu verstehen.

Ein Werkzeug ist weder gut noch schlecht.

Sein Wert hängt davon ab,


	für welches Problem es eingesetzt wird,


	wie kompetent es verwendet wird,


	welche Grenzen bekannt sind und


	welche Folgen seine Anwendung hat.




Niemand würde erwarten, dass ein Hammer jedes Problem löst.

Ebenso sollte niemand erwarten, dass ein Machine-Learning-Modell jede Form von Unsicherheit beseitigt oder automatisch richtige Entscheidungen erzeugt.

Modelle unterstützen menschliches Denken.

Sie ersetzen es nicht.




1.3.9 Die richtige Haltung gegenüber Modellen

Verantwortungsvolle Modellnutzung bewegt sich zwischen zwei Extremen.

Das erste Extrem besteht darin, Modellen blind zu vertrauen.

Das zweite Extrem besteht darin, Modelle grundsätzlich abzulehnen.

Beide Positionen sind problematisch.

Modelle können außerordentlich wertvolle Erkenntnisse liefern. Gleichzeitig besitzen sie unvermeidbare Grenzen.

Eine angemessene Haltung erkennt beide Seiten an.

Sie nutzt Modelle als Hilfsmittel zur Orientierung, ohne sie mit der Wirklichkeit selbst zu verwechseln.

Genau diese Haltung bildet die Grundlage eines verantwortungsvollen Umgangs mit Machine Learning (Ellmann 2026b).




1.3.10 Ausblick

Wenn Modelle nicht die Wirklichkeit darstellen, stellt sich unmittelbar die nächste Frage:

Welche Art von Aussagen erzeugen Modelle überhaupt?

Die Antwort lautet: Vorhersagen.

Doch auch Vorhersagen werden häufig missverstanden. Viele Menschen behandeln sie implizit wie Entscheidungen oder Handlungsempfehlungen.

Warum dies problematisch ist und weshalb Vorhersagen und Entscheidungen grundsätzlich verschiedene Dinge sind, betrachten wir im nächsten Kapitel.




1.4 Vorhersagen sind keine Entscheidungen

Nachdem wir gesehen haben, dass Modelle nicht mit der Wirklichkeit verwechselt werden dürfen, stellt sich die nächste Frage: Was erzeugen Machine-Learning-Modelle eigentlich?

Die Antwort lautet: Vorhersagen.

Ein Modell schätzt Wahrscheinlichkeiten, erkennt Muster oder berechnet erwartete Ergebnisse. Es sagt voraus, was unter bestimmten Bedingungen wahrscheinlich passieren könnte.

Genau an dieser Stelle beginnt jedoch eines der größten Missverständnisse im Umgang mit Machine Learning.

Vorhersagen werden häufig wie Entscheidungen behandelt.

Tatsächlich sind beide grundlegend verschieden.




1.4.1 Der Unterschied zwischen Wissen und Handeln

Eine Vorhersage beschreibt eine mögliche Zukunft.

Eine Entscheidung bestimmt ein zukünftiges Handeln.

Dieser Unterschied erscheint zunächst offensichtlich. In der Praxis wird er jedoch oft übersehen.

Angenommen, ein Modell prognostiziert mit einer Wahrscheinlichkeit von 85 Prozent, dass ein Kunde einen Vertrag kündigen wird.

Das Modell hat damit eine Aussage über eine mögliche Entwicklung getroffen.

Es hat jedoch nicht entschieden,


	ob der Kunde kontaktiert werden soll,


	welche Maßnahmen sinnvoll sind,


	wie viel Geld investiert werden darf,


	welche Risiken akzeptabel erscheinen.




All diese Fragen gehören nicht zur Vorhersage.

Sie gehören zur Entscheidung.

Machine Learning kann Informationen liefern, aber keine Ziele festlegen.




1.4.2 Warum Entscheidungen mehr als Vorhersagen benötigen

Jede Entscheidung setzt mindestens drei Dinge voraus:


	Wissen über mögliche Entwicklungen,


	Ziele und Präferenzen,


	die Bereitschaft, Verantwortung für Konsequenzen zu übernehmen.




Machine-Learning-Modelle können den ersten Punkt unterstützen.

Die beiden anderen Punkte liegen außerhalb ihres Zuständigkeitsbereichs.

Ein Modell kann beispielsweise vorhersagen, dass ein bestimmter Kredit mit einer erhöhten Wahrscheinlichkeit ausfällt. Ob dieser Kredit dennoch vergeben werden soll, hängt von weiteren Überlegungen ab:


	Wie hoch ist die Risikobereitschaft der Bank?


	Welche gesellschaftlichen Ziele werden verfolgt?


	Welche gesetzlichen Vorgaben gelten?


	Welche Alternativen stehen zur Verfügung?




Die Entscheidung entsteht somit nicht aus der Vorhersage allein.

Sie entsteht aus der Verbindung von Vorhersage, Zielsetzung und Verantwortung.

Diese Unterscheidung entspricht grundlegenden Erkenntnissen der Entscheidungsforschung (Hammond u. a. 2015).




1.4.3 Warum Wahrscheinlichkeiten keine Handlungsanweisungen sind

Machine-Learning-Modelle arbeiten häufig mit Wahrscheinlichkeiten.

Ein Modell könnte beispielsweise ausgeben:


Die Wahrscheinlichkeit eines Zahlungsausfalls beträgt 27 Prozent.



Diese Information besitzt einen hohen Wert.

Gleichzeitig enthält sie keinerlei Aussage darüber, welche Handlung folgen sollte.

Eine Wahrscheinlichkeit beschreibt eine Einschätzung.

Sie beschreibt keine Verpflichtung.

Selbst identische Wahrscheinlichkeiten können in unterschiedlichen Situationen zu völlig unterschiedlichen Entscheidungen führen.

Ein Ausfallrisiko von 27 Prozent könnte für eine Bank zu hoch sein, für einen Venture-Capital-Investor jedoch völlig akzeptabel erscheinen.

Die Entscheidung hängt nicht allein von der Wahrscheinlichkeit ab, sondern von der Bewertung ihrer Konsequenzen.

Vorhersagen beantworten daher die Frage:


Was könnte passieren?



Entscheidungen beantworten die Frage:


Was sollten wir tun?



Diese Fragen sind nicht identisch.




1.4.4 Die Illusion automatischer Objektivität

Viele Organisationen nutzen Machine Learning, um Entscheidungen zu unterstützen oder teilweise zu automatisieren.

Dabei entsteht häufig die Vorstellung, dass algorithmische Entscheidungen objektiver seien als menschliche Entscheidungen.

Diese Sichtweise greift zu kurz.

Ein Modell kann nur innerhalb der Ziele arbeiten, die Menschen definiert haben.

Bereits die Wahl einer Zielgröße enthält normative Entscheidungen.

Wenn beispielsweise ein Unternehmen ein Modell zur Bewerberauswahl entwickelt, müssen zuvor Fragen beantwortet werden wie:


	Was bedeutet Erfolg?


	Welche Kriterien sind relevant?


	Welche Merkmale dürfen berücksichtigt werden?


	Welche Formen von Benachteiligung sollen vermieden werden?




Diese Entscheidungen werden nicht vom Modell getroffen.

Sie werden von Menschen getroffen.

Das Modell setzt sie lediglich um.

Deshalb kann Machine Learning Verantwortung nicht übernehmen. Verantwortung entsteht immer dort, wo Ziele definiert und Konsequenzen akzeptiert werden (O’Neil 2016; Floridi u. a. 2018).




1.4.5 Entscheidungen enthalten Werte

Ein weiterer Unterschied zwischen Vorhersagen und Entscheidungen liegt in der Rolle von Werten.

Modelle arbeiten mit Daten.

Entscheidungen arbeiten zusätzlich mit Wertvorstellungen.

Ein Krankenhaus muss beispielsweise entscheiden, welche Patientinnen und Patienten zuerst behandelt werden.

Ein Modell kann Risiken oder Erfolgswahrscheinlichkeiten schätzen.

Die Entscheidung darüber, welche Kriterien Vorrang besitzen sollen, ist jedoch keine technische Frage.

Sie ist eine normative Frage.

Dasselbe gilt für Kreditvergabe, Versicherungen, Personalentscheidungen oder öffentliche Verwaltung.

Sobald Menschen entscheiden, spielen Werte eine Rolle.

Maschinen können diese Werte nicht selbst bestimmen.

Sie können lediglich innerhalb vorgegebener Rahmenbedingungen operieren (Binns 2018; Barocas u. a. 2023).




1.4.6 Die Bedeutung von Unsicherheit

Entscheidungen finden fast immer unter Unsicherheit statt.

Machine Learning kann diese Unsicherheit reduzieren.

Es kann sie jedoch nicht beseitigen.

Die Forschung von Tversky und Kahneman zeigt, dass Menschen Unsicherheit häufig falsch einschätzen und Wahrscheinlichkeiten systematisch verzerren (Tversky und Kahneman 1974; Kahneman 2012).

Modelle können helfen, diese Schwächen teilweise auszugleichen.

Gleichzeitig entsteht die Gefahr einer neuen Fehlannahme: der Glaube, mathematische Modelle würden Unsicherheit vollständig beherrschen.

Das Gegenteil ist der Fall.

Je komplexer ein Problem wird, desto wichtiger wird die Fähigkeit, Unsicherheit anzuerkennen und bewusst mit ihr umzugehen.

Gute Entscheidungen entstehen nicht dadurch, dass Unsicherheit verschwindet.

Sie entstehen dadurch, dass Unsicherheit verstanden wird.




1.4.7 Von der Vorhersage zur Handlung

Zwischen Vorhersage und Entscheidung liegt ein zusätzlicher Schritt.

Die Interpretation.

Menschen müssen Ergebnisse verstehen, einordnen und bewerten.

Dabei stellen sich unter anderem folgende Fragen:


	Wie zuverlässig ist die Vorhersage?


	Welche Annahmen liegen zugrunde?


	Welche Alternativen existieren?


	Welche Risiken entstehen?


	Welche Folgen hätte ein Irrtum?




Erst durch diese Reflexion wird aus einer Vorhersage eine Entscheidungsgrundlage.

Die Qualität einer Entscheidung hängt deshalb nicht nur von der Qualität des Modells ab, sondern auch von der Qualität seiner Interpretation (Ellmann 2026a; Toulmin 1958).




1.4.8 Urteilskraft als Verbindung zwischen Modell und Entscheidung

Machine Learning kann Muster erkennen.

Es kann Wahrscheinlichkeiten berechnen.

Es kann Prognosen erzeugen.

Was es nicht leisten kann, ist Urteilskraft.

Urteilskraft verbindet Informationen mit Verantwortung.

Sie ermöglicht es, Vorhersagen kritisch zu prüfen, Unsicherheit zu akzeptieren und Entscheidungen nachvollziehbar zu begründen.

Damit wird deutlich, warum Machine Learning keine Konkurrenz zum menschlichen Denken darstellt.

Je leistungsfähiger Modelle werden, desto wichtiger wird die Fähigkeit, ihre Ergebnisse verantwortungsvoll zu bewerten.

Technische Kompetenz und Urteilskraft ergänzen sich.

Keine von beiden kann die andere ersetzen (Stanovich 2010; Ellmann 2026b).




1.4.9 Ausblick

Wenn Vorhersagen keine Entscheidungen sind, stellt sich unmittelbar die nächste Frage:

Warum werden Modelle dennoch häufig als Lösungen behandelt?

Viele Projekte scheitern genau an dieser Stelle. Ein Modell wird erfolgreich trainiert, gute Kennzahlen werden erreicht, und dennoch entsteht kein tatsächlicher Nutzen.

Warum das so ist und weshalb Modelle allein niemals Lösungen darstellen, betrachten wir im nächsten Kapitel.
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