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Vorwort

Data Science wird häufig als technische Disziplin verstanden. Wer Daten analysiert, programmiert, Modelle trainiert oder Vorhersagen erstellt, arbeitet scheinbar vor allem mit Mathematik, Statistik und Software. Tatsächlich sind diese Werkzeuge unverzichtbar. Doch sie bilden nur einen Teil dessen ab, was gute Data Science ausmacht (Provost und Fawcett 2013; Hastie u. a. 2009).

Jede Datenanalyse beginnt mit einer Beobachtung der Wirklichkeit. Welche Daten erhoben werden, welche Merkmale berücksichtigt werden, welche Fragen gestellt werden und welche Schlussfolgerungen gezogen werden, sind keine rein technischen Entscheidungen. Sie beruhen auf Annahmen, Interpretationen und Bewertungen. Genau an dieser Stelle beginnt kritisches Denken.

Dieses Buch verfolgt daher einen anderen Ansatz als viele Einführungen in Data Science. Es behandelt Python, Statistik und Datenanalyse nicht als Selbstzweck. Stattdessen werden sie als Werkzeuge verstanden, die helfen können, begründete Urteile über Sachverhalte zu entwickeln. Das Ziel besteht nicht darin, möglichst viele Algorithmen kennenzulernen, sondern die Fähigkeit zu fördern, Daten verantwortungsvoll zu verstehen, zu interpretieren und für Entscheidungen zu nutzen.

Dabei steht eine grundlegende Einsicht im Mittelpunkt: Daten sind nicht die Wirklichkeit. Sie sind Beschreibungen von Wirklichkeit. Zwischen einem realen Ereignis und seiner Darstellung in einem Datensatz liegen zahlreiche Entscheidungen, Vereinfachungen und mögliche Fehlerquellen. Diese Unterscheidung knüpft an Korzybskis Grundgedanken an, dass eine Darstellung niemals mit dem dargestellten Gebiet selbst verwechselt werden darf (Korzybski 1958).

Das Buch verbindet deshalb Erkenntnisse aus Data Science, Statistik, Erkenntnistheorie, Argumentationslehre und Entscheidungswissenschaft. Es zeigt, wie aus Beobachtungen Hypothesen entstehen, wie Argumente mit Daten begründet werden können, welche Denkfehler häufig auftreten und wie Unsicherheit in Entscheidungen berücksichtigt werden sollte (Toulmin 1958; Hammond u. a. 2015).

Python dient dabei als praktisches Werkzeug. Die Programmiersprache ermöglicht es, Daten zu untersuchen, Muster sichtbar zu machen und Hypothesen zu überprüfen. Gleichzeitig wird deutlich, dass kein Programm und kein Modell die Verantwortung für menschliche Urteile übernehmen kann. Modelle können unterstützen, aber nicht entscheiden. Die Verantwortung für Entscheidungen bleibt immer beim Menschen.

Dieses Buch richtet sich an Studierende, Lehrende, Fachkräfte sowie alle Interessierten, die Data Science nicht nur technisch, sondern auch kritisch und reflektiert verstehen möchten. Es setzt keine umfangreichen Vorkenntnisse voraus. Wichtiger als mathematische Perfektion ist die Bereitschaft, Fragen zu stellen, Annahmen zu hinterfragen und die Grenzen von Datenanalysen zu erkennen.

Wer Data Science betreibt, arbeitet nicht nur mit Daten. Er arbeitet mit Wirklichkeitsbeschreibungen, Unsicherheiten, Wahrscheinlichkeiten und Entscheidungen. Kritisches Denken ist deshalb keine Ergänzung zu Data Science. Es ist ihre notwendige Grundlage.


Mathias Ellmann






Einleitung

Wir leben in einer Zeit, in der Entscheidungen zunehmend auf Daten gestützt werden. Unternehmen analysieren Kundenverhalten, Organisationen bewerten Risiken, medizinische Einrichtungen nutzen statistische Modelle zur Unterstützung von Diagnosen, und digitale Plattformen treffen täglich automatisierte Entscheidungen. Daten gelten vielerorts als Grundlage für Objektivität, Rationalität und Fortschritt (Provost und Fawcett 2013; Hastie u. a. 2009).

Gleichzeitig wächst die Menge verfügbarer Informationen in einem bisher unbekannten Ausmaß. Sensoren, Smartphones, soziale Netzwerke, Online-Dienste und vernetzte Geräte erzeugen kontinuierlich neue Daten. Moderne Computer können diese Datenmengen verarbeiten und Muster sichtbar machen, die für Menschen kaum direkt erkennbar wären. Daraus ist ein Arbeitsfeld entstanden, das heute unter dem Begriff Data Science zusammengefasst wird (Provost und Fawcett 2013).

Oft entsteht dabei der Eindruck, dass Daten für sich selbst sprechen würden. Zahlen wirken präzise. Diagramme erscheinen objektiv. Modelle vermitteln den Eindruck wissenschaftlicher Sicherheit. Doch dieser Eindruck kann täuschen.

Daten sprechen nicht für sich selbst. Sie müssen erhoben, ausgewählt, strukturiert, analysiert und interpretiert werden. Hinter jedem Datensatz stehen Entscheidungen darüber, was beobachtet wurde, wie gemessen wurde und welche Aspekte der Wirklichkeit unberücksichtigt geblieben sind. Diese Unterscheidung zwischen Wirklichkeit und ihrer Darstellung ist grundlegend: Die Darstellung ist nicht das dargestellte Gebiet selbst (Korzybski 1958).

Auch die Interpretation von Ergebnissen erfordert menschliche Urteilsfähigkeit. Dieselben Daten können zu unterschiedlichen Schlussfolgerungen führen, wenn unterschiedliche Annahmen getroffen werden. Genau deshalb genügt es nicht, Programmiersprachen, Statistik oder maschinelles Lernen zu beherrschen. Wer Data Science verantwortungsvoll betreiben möchte, benötigt zusätzlich die Fähigkeit, kritisch zu denken.

Kritisches Denken bedeutet dabei nicht, grundsätzlich skeptisch oder ablehnend zu sein. Es bedeutet, Behauptungen sorgfältig zu prüfen, Argumente zu bewerten, Unsicherheiten zu erkennen und die eigenen Annahmen zu hinterfragen. Gerade unter Zeitdruck neigen Menschen dazu, schnelle, intuitive Schlüsse zu ziehen, die fehleranfällig sein können (Kahneman 2012; Evans 2008; Tversky und Kahneman 1974).

Dieses Buch versteht Data Science deshalb als einen Prozess des Erkenntnisgewinns. Datenanalysen dienen nicht primär dazu, möglichst viele Zahlen zu produzieren. Ihr eigentlicher Zweck besteht darin, begründete Aussagen über die Wirklichkeit zu ermöglichen und Entscheidungen besser vorzubereiten. Zwischen Daten und Entscheidungen liegen jedoch zahlreiche Denk- und Interpretationsschritte, die verstanden werden müssen.

Im Verlauf des Buches werden daher drei miteinander verbundene Perspektiven betrachtet.

Erstens geht es um die Frage, was Daten überhaupt darstellen können. Welche Beziehung besteht zwischen Wirklichkeit, Beobachtung und Datensatz? Welche Grenzen haben Messungen? Warum können Daten niemals die gesamte Realität erfassen?

Zweitens wird untersucht, wie Menschen aus Daten Erkenntnisse gewinnen. Welche Rolle spielen Hypothesen, Argumente und Erklärungen? Wie entstehen Fehlschlüsse? Warum werden Korrelationen häufig mit Ursachen verwechselt? Welche Bedeutung haben Unsicherheit und Wahrscheinlichkeit? Für diese Fragen sind Argumentation, Abduktion und Entscheidungslehre besonders wichtig (Toulmin 1958; Peirce 1972; Josephson und Josephson 1996; Hammond u. a. 2015).

Drittens wird Python als praktisches Werkzeug eingesetzt, um diese Fragen anhand konkreter Beispiele zu untersuchen. Programmcode wird dabei nicht als Selbstzweck behandelt. Vielmehr dient er dazu, Denkprozesse sichtbar zu machen und nachvollziehbare Analysen durchzuführen. Python unterstützt das kritische Denken, ersetzt es jedoch nicht (McKinney 2010; Harris u. a. 2020; Pedregosa u. a. 2011).

Ein zentrales Anliegen dieses Buches besteht darin, technische und philosophische Perspektiven miteinander zu verbinden. Statistik, Datenanalyse und maschinelles Lernen werden nicht isoliert betrachtet, sondern in ihren Zusammenhang mit Erkenntnis, Argumentation und Verantwortung gestellt. Denn jede Datenanalyse berührt letztlich die Frage, was wir wissen können und auf welcher Grundlage wir handeln sollten.

Die folgenden Kapitel führen Schritt für Schritt von der Beobachtung der Wirklichkeit über die Analyse von Daten bis hin zu begründeten Entscheidungen. Dabei steht stets dieselbe Leitfrage im Mittelpunkt:


Wie können wir Daten so nutzen, dass daraus nicht nur Informationen, sondern verantwortbare Urteile entstehen?



Wer diese Frage ernst nimmt, wird feststellen, dass gute Data Science weit mehr ist als das Anwenden von Methoden. Sie ist eine Form reflektierter Erkenntnisarbeit – und kritisches Denken ihr wichtigstes Werkzeug.




1 Wirklichkeit, Daten und Beobachtung




1.1 Was Data Science eigentlich leistet

Data Science wird oft mit Programmierung, Statistik oder künstlicher Intelligenz gleichgesetzt. Das ist verständlich, aber ungenau. Data Science ist nicht einfach das Anwenden technischer Methoden auf Daten. Data Science ist der Versuch, aus Daten begründete Einsichten zu gewinnen, die für Entscheidungen nutzbar werden (Provost und Fawcett 2013; Hastie u. a. 2009).

Der Ausgangspunkt ist immer eine Frage. Ohne Frage bleibt ein Datensatz nur eine Sammlung von Werten. Erst durch eine Fragestellung wird entschieden, welche Daten relevant sind, welche Merkmale betrachtet werden und welche Auswertung sinnvoll ist.

Eine einfache Tabelle kann viele Spalten enthalten. Alter, Einkommen, Kreditbetrag, Laufzeit, Zahlungsverhalten, Beruf, Wohnort oder Vertragsdauer. Diese Daten sind zunächst nur Beschreibungen. Sie sagen noch nicht, was wichtig ist. Sie sagen auch nicht automatisch, welche Entscheidung daraus folgen soll.

Data Science leistet deshalb drei Dinge.

Erstens macht Data Science Beobachtungen strukturierbar. Aus einzelnen Ereignissen werden Datensätze. Aus unübersichtlichen Informationen werden Variablen, Merkmale und Zielgrößen. Dadurch wird Wirklichkeit bearbeitbar, aber auch vereinfacht. Ein Datensatz ist nie die Wirklichkeit selbst, sondern eine geordnete Darstellung ausgewählter Aspekte dieser Wirklichkeit (Korzybski 1958).

Zweitens macht Data Science Muster sichtbar. Mit statistischen Verfahren, Visualisierungen und Modellen können Zusammenhänge erkannt werden, die im Einzelfall verborgen bleiben. Eine einzelne Kundin sagt wenig über Kundenabwanderung. Tausend Kundendaten können Hinweise darauf geben, welche Merkmale mit Abwanderung zusammenhängen.

Drittens unterstützt Data Science Entscheidungen. Eine Analyse kann zeigen, welche Kundengruppen besonders gefährdet sind, welche Faktoren mit einem Risiko verbunden sind oder welche Maßnahme wahrscheinlich sinnvoll ist. Sie nimmt dem Menschen die Entscheidung jedoch nicht ab. Sie liefert Gründe, Hinweise und Wahrscheinlichkeiten. Die Verantwortung bleibt beim Menschen.

Damit ist Data Science eine Brücke zwischen Beobachtung und Entscheidung.


Data Science verwandelt Daten nicht automatisch in Wahrheit. Sie hilft, aus Daten prüfbare Aussagen und begründete Entscheidungen zu entwickeln.



Diese Unterscheidung ist entscheidend. Eine Zahl ist noch kein Argument. Ein Diagramm ist noch keine Erklärung. Ein Modell ist noch kein Urteil. Erst wenn deutlich wird, welche Frage gestellt wurde, welche Daten verwendet wurden, welche Annahmen gelten und welche Bedeutung das Ergebnis hat, entsteht eine nachvollziehbare Aussage.

Ein Beispiel macht das deutlich.

Angenommen, ein Unternehmen stellt fest, dass die Churn Rate, also die Abwanderungsrate von Kundinnen und Kunden, bei 18 Prozent liegt. Diese Zahl ist zunächst ein Punkt. Sie ist sichtbar, messbar und berichtbar. Aber sie erklärt noch nichts.

Um daraus Data Science zu machen, müssen weitere Fragen gestellt werden:


	Welche Kundinnen und Kunden wurden betrachtet?


	In welchem Zeitraum wurde Abwanderung gemessen?


	Wie wurde Abwanderung definiert?


	Welche Merkmale könnten mit Abwanderung zusammenhängen?


	Gibt es Unterschiede nach Alter, Vertragsdauer, Nutzung oder Supportkontakt?


	Welche Handlung könnte aus der Analyse folgen?




Erst durch diese Fragen entsteht Erkenntnisarbeit. Die Zahl wird in einen Zusammenhang gestellt. Aus einem Messwert wird eine untersuchbare Hypothese. Aus einer Hypothese kann ein Argument entstehen. Aus einem Argument kann eine Entscheidung vorbereitet werden.

Data Science bedeutet also nicht: Wir haben Daten, also haben wir Wissen.

Data Science bedeutet:


Wir haben Daten. Jetzt müssen wir prüfen, was sie zeigen, was sie nicht zeigen und welche Schlussfolgerungen daraus verantwortbar sind.



Hier beginnt kritisches Denken.

Denn Daten können täuschen. Sie können unvollständig sein. Sie können verzerrt sein. Sie können falsch interpretiert werden. Menschen können in ihnen Muster sehen, die nicht belastbar sind. Sie können Korrelationen für Ursachen halten. Sie können gute Kennzahlen mit guten Entscheidungen verwechseln. Solche Denkfehler sind gut untersucht und treten besonders dann auf, wenn Menschen unter Unsicherheit schnell urteilen müssen (Kahneman 2012; Tversky und Kahneman 1974; Nickerson 1998).

Deshalb muss Data Science immer zwei Ebenen verbinden.

Auf der technischen Ebene geht es um Daten, Methoden, Code, Modelle und Kennzahlen.

Auf der argumentativen Ebene geht es um Fragen, Annahmen, Begründungen, Grenzen und Entscheidungen.

Beide Ebenen gehören zusammen. Wer nur die technische Ebene betrachtet, kann präzise rechnen und trotzdem falsch urteilen. Wer nur die argumentative Ebene betrachtet, bleibt möglicherweise allgemein und ungenau. Gute Data Science entsteht dort, wo technische Analyse und kritische Urteilskraft zusammenkommen.

Python wird in diesem Buch deshalb als Werkzeug verwendet. Mit Python können Daten geladen, bereinigt, beschrieben, visualisiert und modelliert werden. Bibliotheken wie pandas, NumPy und scikit-learn unterstützen diese Arbeit (McKinney 2010; Harris u. a. 2020; Pedregosa u. a. 2011). Aber Python entscheidet nicht, welche Frage sinnvoll ist. Python erkennt nicht von selbst, ob eine Interpretation angemessen ist. Python übernimmt keine Verantwortung für Folgen.

Diese Verantwortung liegt bei der Person, die Data Science betreibt.

Am Ende leistet Data Science also nicht einfach Vorhersage. Sie leistet Orientierung. Sie hilft, Unsicherheit zu reduzieren, Zusammenhänge sichtbar zu machen und Entscheidungen besser zu begründen. Aber sie ersetzt weder Denken noch Verantwortung.

Der Kern dieses Buches lautet deshalb:


Data Science ist nicht nur Rechnen mit Daten. Data Science ist begründetes Denken mit Daten.






1.2 Daten sind nicht die Wirklichkeit

Eine der wichtigsten Einsichten für jede Form von Data Science lautet:


Daten sind nicht die Wirklichkeit.



Diese Aussage wirkt zunächst selbstverständlich. Niemand würde behaupten, eine Tabelle sei ein Mensch oder ein Diagramm sei ein Unternehmen. Dennoch wird im praktischen Umgang mit Daten häufig genau so gedacht. Ergebnisse werden behandelt, als würden sie die Realität unmittelbar darstellen. Kennzahlen erscheinen objektiv. Modelle wirken neutral. Datensätze vermitteln den Eindruck, die Wirklichkeit vollständig abzubilden.

Doch dieser Eindruck ist irreführend.

Jede Datenanalyse beginnt mit einer Beobachtung. Beobachtet wird jedoch niemals die gesamte Wirklichkeit. Beobachtet wird immer nur ein ausgewählter Ausschnitt. Bereits die Entscheidung darüber, was gemessen wird, verändert die spätere Sicht auf den Sachverhalt.

Alfred Korzybski formulierte dafür einen Satz, der bis heute in Wissenschaft, Kommunikation und Erkenntnistheorie verwendet wird:


Die Landkarte ist nicht das Gebiet.



Eine Landkarte kann hilfreich sein. Sie zeigt Straßen, Flüsse oder Grenzen. Sie ermöglicht Orientierung. Aber sie ist niemals das Gebiet selbst. Sie enthält nur diejenigen Informationen, die für einen bestimmten Zweck ausgewählt wurden. Viele Aspekte der tatsächlichen Landschaft fehlen vollständig. Genau so verhält es sich mit Daten (Korzybski 1958).

Ein Datensatz ist eine Landkarte der Wirklichkeit.

Er enthält ausgewählte Merkmale, bestimmte Messungen und festgelegte Kategorien. Gleichzeitig lässt er unzählige andere Eigenschaften weg. Was nicht erfasst wurde, kann später auch nicht analysiert werden.

Betrachten wir ein einfaches Beispiel.

Eine Universität möchte untersuchen, welche Faktoren den Studienerfolg beeinflussen. Dafür werden folgende Merkmale erhoben:


	Alter


	Geschlecht


	Abiturnote


	Studienfach


	Anzahl bestandener Prüfungen




Diese Informationen können wertvoll sein. Dennoch fehlen viele andere Einflüsse:


	Motivation


	familiäre Unterstützung


	finanzielle Situation


	psychische Belastungen


	Gesundheit


	Lernstrategien




Der Datensatz bildet also nur einen kleinen Teil der tatsächlichen Situation ab. Wer später mit diesen Daten arbeitet, sieht nur das, was erhoben wurde. Die nicht gemessenen Faktoren bleiben unsichtbar.

Dieses Problem wird häufig als Messrahmen bezeichnet. Jede Datenerhebung definiert einen Rahmen dessen, was sichtbar wird. Alles außerhalb dieses Rahmens verschwindet aus der Analyse.

Hinzu kommt ein weiteres Problem.

Viele Eigenschaften der Wirklichkeit lassen sich nicht direkt messen. Stattdessen werden Stellvertreter verwendet. Solche Stellvertreter werden häufig als Proxy-Variablen bezeichnet.

Ein Unternehmen möchte beispielsweise die Kundenzufriedenheit messen. Zufriedenheit selbst ist nicht direkt beobachtbar. Deshalb wird die Zahl der Beschwerden verwendet. Wenige Beschwerden werden als hohe Zufriedenheit interpretiert.

Diese Annahme kann sinnvoll sein. Sie muss jedoch nicht stimmen. Manche Kundinnen und Kunden beschweren sich nie, obwohl sie unzufrieden sind. Andere beschweren sich häufig, obwohl sie dem Unternehmen treu bleiben. Die Messgröße ist daher nur eine Annäherung an die tatsächliche Eigenschaft.

Zwischen Wirklichkeit und Daten liegt immer ein Prozess der Übersetzung.


Wirklichkeit →\rightarrow Beobachtung →\rightarrow Messung →\rightarrow Datensatz



An jeder Stelle dieses Prozesses gehen Informationen verloren oder werden vereinfacht.

Deshalb sollte man sich bei jeder Datenanalyse fragen:


	Was wurde tatsächlich beobachtet?


	Wie wurde gemessen?


	Welche Aspekte fehlen?


	Welche Annahmen stecken in den Daten?




Diese Fragen sind nicht nebensächlich. Sie bestimmen die Qualität aller späteren Schlussfolgerungen.

Ein bekanntes Beispiel stammt aus dem Bereich der Leistungsbewertung.

Angenommen, die Qualität einer Lehrveranstaltung wird ausschließlich über die durchschnittliche Bewertung in einer Umfrage gemessen. Dann entsteht leicht der Eindruck, die Kennzahl sei identisch mit der tatsächlichen Qualität der Veranstaltung.

Tatsächlich kann die Bewertung von vielen Faktoren beeinflusst werden:


	Schwierigkeit der Prüfung


	Sympathie gegenüber der Lehrperson


	Erwartungen der Studierenden


	Gruppeneffekte


	Zeitpunkt der Befragung




Die Kennzahl liefert Informationen, aber sie ist nicht identisch mit dem untersuchten Sachverhalt.

Genau hier liegt eine zentrale Gefahr moderner Data Science.

Je größer die Datenmengen werden, desto leichter entsteht die Illusion vollständiger Erkenntnis. Viele Daten wirken wie vollständige Daten. Doch auch sehr große Datensätze können wichtige Aspekte übersehen. Mehr Daten bedeuten nicht automatisch mehr Wahrheit.

Die Statistik kennt dafür einen grundlegenden Grundsatz:


Eine präzise Messung eines ungeeigneten Merkmals bleibt eine ungeeignete Messung.



Selbst perfekte Analysen können keine Informationen erzeugen, die nie erhoben wurden.

Diese Einsicht gewinnt besondere Bedeutung im Bereich des maschinellen Lernens. Modelle lernen ausschließlich aus den Daten, die ihnen zur Verfügung stehen. Wenn die Daten unvollständig, verzerrt oder fehlerhaft sind, spiegeln die Modelle genau diese Eigenschaften wider (O’Neil 2016; Binns 2018).

Daten enthalten deshalb immer sowohl Wissen als auch Grenzen.

Wer Data Science verantwortungsvoll betreiben möchte, muss beides erkennen. Es genügt nicht, Datensätze zu analysieren. Man muss auch verstehen, wie diese Datensätze entstanden sind und welche Teile der Wirklichkeit sie nicht erfassen.

Kritisches Denken beginnt daher nicht erst bei der Interpretation von Ergebnissen. Es beginnt bereits bei der Frage, was überhaupt beobachtet und gemessen wurde.

Die wichtigste Erkenntnis dieses Kapitels lautet deshalb:


Daten beschreiben Wirklichkeit, aber sie ersetzen sie nicht. Jede Analyse untersucht eine Darstellung der Welt, niemals die Welt selbst.






1.3 Beobachtung, Beschreibung und Erklärung

Wenn Menschen Daten analysieren, verfolgen sie meist ein bestimmtes Ziel: Sie möchten etwas verstehen. Dabei werden jedoch häufig drei unterschiedliche Ebenen vermischt, die sorgfältig voneinander unterschieden werden sollten:


	Beobachtung


	Beschreibung


	Erklärung




Diese Unterscheidung gehört zu den Grundlagen wissenschaftlichen Denkens. Viele Fehlinterpretationen entstehen genau dort, wo Beobachtungen vorschnell als Erklärungen verstanden werden.


Beobachtung

Am Anfang jeder Erkenntnis steht die Beobachtung.

Eine Beobachtung beschreibt etwas, das wahrgenommen oder gemessen wird. Sie beantwortet die Frage:


Was ist geschehen?



Beobachtungen können direkt erfolgen, etwa durch menschliche Wahrnehmung, oder indirekt über Messinstrumente und Sensoren.

Beispiele für Beobachtungen sind:


	Die Temperatur beträgt 28 Grad Celsius.


	Ein Kunde hat sein Abonnement gekündigt.


	Die Webseite wurde heute 12 000-mal besucht.


	Das Modell klassifiziert einen Fall als Risiko.




Beobachtungen enthalten zunächst keine Erklärung. Sie beschreiben lediglich etwas, das festgestellt wurde.

In der Data Science entsprechen Beobachtungen häufig einzelnen Datensätzen oder Messwerten. Sie bilden das Rohmaterial späterer Analysen.



Beschreibung

Eine Beschreibung ordnet mehrere Beobachtungen.

Sie beantwortet die Frage:


Wie sieht das beobachtete Muster aus?



Beschreibungen fassen Daten zusammen, vergleichen Werte oder machen Strukturen sichtbar.

Beispiele:


	Die durchschnittliche Temperatur lag im Juli höher als im Juni.


	Jüngere Kundinnen und Kunden kündigen häufiger als ältere.


	Die meisten Verkäufe finden am Wochenende statt.


	Die Fehlerrate des Modells beträgt fünf Prozent.




Hier werden Beobachtungen bereits verdichtet und strukturiert. Dennoch bleibt die Ebene beschreibend. Es wird noch keine Aussage darüber getroffen, warum etwas geschieht.

Ein großer Teil der deskriptiven Statistik beschäftigt sich genau mit dieser Ebene (Hastie u. a. 2009).

Diagramme, Tabellen, Kennzahlen und Visualisierungen dienen in erster Linie der Beschreibung.

Sie helfen dabei, Muster sichtbar zu machen, ohne diese bereits zu erklären.



Erklärung

Eine Erklärung geht einen Schritt weiter.

Sie beantwortet die Frage:


Warum ist das so?



Erklärungen versuchen, Ursachen, Mechanismen oder Zusammenhänge zu identifizieren.

Beispiele:


	Die Kündigungsrate ist höher, weil junge Kundinnen und Kunden häufiger Konkurrenzangebote nutzen.


	Die Verkäufe steigen am Wochenende, weil mehr Menschen Freizeit für Einkäufe haben.


	Die Temperatur steigt aufgrund bestimmter Wetterlagen.


	Das Modell macht Fehler, weil wichtige Merkmale im Datensatz fehlen.




Eine Erklärung enthält immer zusätzliche Annahmen über die Wirklichkeit.

Sie kann richtig sein.

Sie kann aber auch falsch sein.

Deshalb müssen Erklärungen geprüft werden.



Die häufigste Verwechslung

Menschen neigen dazu, Beobachtungen und Beschreibungen unmittelbar als Erklärungen zu interpretieren.

Angenommen, eine Analyse zeigt:


Personen mit höherem Einkommen kaufen häufiger Premiumprodukte.



Dies ist zunächst nur eine Beschreibung eines Zusammenhangs.

Schnell wird daraus jedoch die Erklärung:


Menschen kaufen Premiumprodukte, weil sie mehr Geld besitzen.



Diese Erklärung mag plausibel erscheinen. Dennoch wurde sie durch die Beobachtung allein nicht bewiesen.

Möglicherweise spielen weitere Faktoren eine Rolle:


	Bildungsniveau


	berufliche Position


	soziale Umgebung


	Alter


	regionale Unterschiede




Die Daten zeigen zunächst nur ein Muster. Die Ursache muss gesondert untersucht werden.

Genau deshalb ist die Unterscheidung zwischen Korrelation und Kausalität so wichtig. Sie wird später ausführlich behandelt.



Wie Hypothesen entstehen

Erklärungen entstehen häufig durch einen Denkprozess, den Charles Sanders Peirce als Abduktion bezeichnete (Peirce 1972; Josephson und Josephson 1996).

Dabei wird aus einer Beobachtung eine mögliche Erklärung vorgeschlagen.

Das Schema lautet:


Etwas Überraschendes wird beobachtet.

Wenn eine bestimmte Erklärung wahr wäre, wäre die Beobachtung verständlich.

Deshalb könnte diese Erklärung zutreffen.



Ein Beispiel:


	Beobachtung: Die Verkaufszahlen sinken plötzlich.


	Mögliche Erklärung: Ein neuer Wettbewerber ist auf dem Markt.




Die Erklärung folgt nicht zwingend aus den Daten. Sie ist eine Hypothese, die geprüft werden muss.

Viele Prozesse der Data Science beginnen genau an dieser Stelle.

Aus Daten werden zunächst Muster sichtbar.

Aus den Mustern entstehen Hypothesen.

Erst danach können Untersuchungen durchgeführt werden, um die Hypothesen zu bestätigen oder zu widerlegen.



Die Rolle von Modellen

Auch statistische Modelle bewegen sich zwischen Beschreibung und Erklärung.

Ein Vorhersagemodell kann beispielsweise erkennen, dass bestimmte Merkmale mit einer Kündigung zusammenhängen.

Das Modell beschreibt dann einen Zusammenhang.

Es erklärt jedoch nicht automatisch die Ursache dieses Zusammenhangs.

Ein Machine-Learning-Modell kann sehr gute Vorhersagen treffen, ohne zu wissen, warum die beobachteten Muster entstehen (Hastie u. a. 2009; Provost und Fawcett 2013).

Deshalb sollte Vorhersagefähigkeit niemals mit Erklärungskraft verwechselt werden.



Kritisches Denken zwischen den Ebenen

Für verantwortungsvolle Data Science ist es hilfreich, jede Aussage einer der drei Ebenen zuzuordnen:


	Was wurde beobachtet?


	Was wird lediglich beschrieben?


	Was wird erklärt oder vermutet?




Viele Diskussionen werden klarer, sobald diese Ebenen getrennt werden.

Wer eine Beobachtung für eine Erklärung hält, überschätzt die Aussagekraft der Daten.

Wer eine Hypothese bereits als Tatsache behandelt, verlässt den Bereich wissenschaftlicher Argumentation.

Kritisches Denken verlangt deshalb, die Grenzen jeder Aussageform zu erkennen.



Zusammenfassung

Beobachtung, Beschreibung und Erklärung sind drei unterschiedliche Schritte des Erkenntnisprozesses.

Beobachtungen liefern Daten.

Beschreibungen machen Muster sichtbar.

Erklärungen versuchen, diese Muster verständlich zu machen.

Data Science benötigt alle drei Ebenen. Probleme entstehen jedoch dann, wenn sie miteinander verwechselt werden.

Die wichtigste Erkenntnis dieses Kapitels lautet daher:


Daten können zeigen, was beobachtet wurde. Sie können Muster sichtbar machen. Warum diese Muster entstehen, ist jedoch eine zusätzliche Frage, die nicht automatisch durch die Daten beantwortet wird.







1.4 Warum Menschen Daten falsch interpretieren

Daten gelten häufig als objektiv. Zahlen wirken präzise. Diagramme vermitteln Klarheit. Statistische Kennzahlen scheinen eindeutige Aussagen zu ermöglichen. Dennoch kommen Menschen selbst bei denselben Daten oft zu unterschiedlichen Schlussfolgerungen.

Der Grund dafür liegt nicht nur in den Daten selbst. Er liegt auch in der Art und Weise, wie Menschen Informationen wahrnehmen, verarbeiten und bewerten.

Data Science ist deshalb nicht nur eine technische Disziplin. Sie ist auch eine Disziplin menschlicher Erkenntnis. Wer Daten verstehen möchte, muss verstehen, wie Menschen denken.


Zwei Arten des Denkens

Daniel Kahneman beschreibt menschliches Denken als Zusammenspiel zweier unterschiedlicher Systeme (Kahneman 2012).

Das erste System arbeitet schnell, intuitiv und automatisch.

Es erkennt Muster, vervollständigt unvollständige Informationen und ermöglicht schnelle Entscheidungen ohne bewusstes Nachdenken.

Das zweite System arbeitet langsamer, analytischer und bewusster.

Es überprüft Annahmen, analysiert Zusammenhänge und hinterfragt erste Eindrücke (Evans 2008; Stanovich 2010).

Beide Denkweisen sind notwendig.

Ohne schnelles Denken könnten Menschen nicht effizient handeln.

Ohne langsames Denken würden jedoch viele Fehleinschätzungen unbemerkt bleiben.

Das Problem besteht darin, dass Datenanalysen häufig auf den ersten Blick plausibel erscheinen. Das schnelle Denken liefert sofort Erklärungen, bevor das analytische Denken die Möglichkeit erhält, diese zu überprüfen.



Menschen suchen Muster

Das menschliche Gehirn ist hervorragend darin, Muster zu erkennen.

Diese Fähigkeit war für das Überleben unserer Vorfahren von großem Vorteil. Wer Zusammenhänge früh erkannte, konnte Gefahren vermeiden und Chancen nutzen.

Allerdings erkennt das Gehirn manchmal auch Muster dort, wo keine belastbaren Zusammenhänge existieren.

Angenommen, die Verkaufszahlen eines Unternehmens steigen drei Monate hintereinander.

Viele Menschen beginnen sofort nach einer Ursache zu suchen:


	Die neue Marketingkampagne war erfolgreich.


	Die Produktqualität hat sich verbessert.


	Die Kundenzufriedenheit ist gestiegen.




Möglicherweise trifft eine dieser Erklärungen zu.

Möglicherweise handelt es sich aber auch um normale zufällige Schwankungen.

Menschen empfinden Zufall oft als weniger plausibel als eine Geschichte mit Ursache und Wirkung.

Deshalb werden Muster häufig überinterpretiert.



Der Bestätigungsfehler

Einer der bekanntesten Denkfehler ist der sogenannte Confirmation Bias, der Bestätigungsfehler (Nickerson 1998).

Menschen neigen dazu,


	Informationen zu suchen, die ihre Erwartungen bestätigen,


	widersprechende Hinweise zu übersehen,


	mehr Gewicht auf bestätigende Belege zu legen als auf Gegenbeispiele.




Dieser Effekt tritt auch bei Datenanalysen auf.

Angenommen, eine Analystin vermutet, dass jüngere Kundinnen und Kunden häufiger kündigen.

Bei der Analyse achtet sie möglicherweise besonders auf Daten, die diese Vermutung unterstützen. Andere mögliche Einflussfaktoren werden unbewusst weniger beachtet.

Der Bestätigungsfehler ist besonders gefährlich, weil er meist unbemerkt bleibt. Menschen erleben ihre Interpretation oft als objektiv, obwohl sie bereits durch Erwartungen beeinflusst wurde.



Verfügbarkeit und Aufmerksamkeit

Menschen bewerten Informationen häufig danach, wie leicht ihnen Beispiele einfallen.

Dieses Phänomen wird als Verfügbarkeitsheuristik bezeichnet (Tversky und Kahneman 1974).

Wenn in den Medien häufig über bestimmte Ereignisse berichtet wird, erscheinen diese Ereignisse wahrscheinlicher, als sie tatsächlich sind.

Ein ähnlicher Effekt tritt bei Datenanalysen auf.

Auffällige Ausreißer erhalten oft mehr Aufmerksamkeit als gewöhnliche Fälle.

Ein spektakulärer Fehler eines Modells bleibt l
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