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Von Daten zu Lösungen in Data Science mit Python








Vorwort

Data Science wird häufig über Methoden erklärt: Daten laden, bereinigen, visualisieren, Modelle trainieren und Kennzahlen interpretieren. Diese Schritte sind wichtig. Doch sie beschreiben nur einen Teil dessen, was in einem Data-Science-Projekt tatsächlich geschieht.

In der Praxis beginnt Data Science selten mit einem fertigen Datensatz und einer klaren Modellaufgabe. Häufig beginnt sie mit einem unscharfen Problem, widersprüchlichen Erwartungen, unvollständigen Daten, unklaren Zielgrößen und der Frage, welche Entscheidung überhaupt unterstützt werden soll. Genau dort setzt dieses Buch an.

Von Daten zu Lösungen in Data Science mit Python versteht Data Science als problemlösende Arbeit. Der Weg führt vom Problem zur verantwortbaren Lösung. Python, pandas, scikit-learn und weitere Werkzeuge werden nicht als Selbstzweck behandelt, sondern als Mittel, um reale Probleme systematisch zu untersuchen, Daten nutzbar zu machen, Features zu entwickeln, Modelle zu trainieren, Ergebnisse zu bewerten und Lösungen nachvollziehbar umzusetzen (McKinney 2022; Pedregosa u. a. 2011; Géron 2022).

Der rote Faden dieses Buches ist der Weg vom Problem zur verantwortbaren Lösung. Dabei werden typische Aufgaben eines Data-Science-Projekts betrachtet: Daten beschaffen, Datenqualität prüfen, ETL-Prozesse gestalten, Features ableiten, Modelle entwickeln, Modellalternativen vergleichen, Risiken bewerten, Ergebnisse kommunizieren und Lösungen in reproduzierbare Prozesse überführen.

Der zugrunde liegende Denkrahmen orientiert sich an problemlösungsorientierten Ansätzen, wie sie etwa im Projekt- und Consultingkontext beschrieben werden (Andler 2015). Problemlösung wird dabei als strukturierter Prozess verstanden: Zunächst wird ein Problem diagnostiziert und definiert. Danach werden Ziele formuliert, Situationen analysiert, Lösungswege entwickelt, Alternativen bewertet, Entscheidungen getroffen und die Umsetzung geplant.

Dieser Denkrahmen steht jedoch nicht als abstrakte Methode im Vordergrund. Entscheidend ist vielmehr, dass Lernende ihn bei konkreten Data-Science-Aufgaben anwenden: bei fehlenden Werten, bei Ausreißern, bei Feature Engineering, bei Modellbewertung oder bei der Frage, ob ein Notebook bereits eine tragfähige Lösung darstellt.

Damit knüpft dieses Buch an Kritisches Denken in Data Science mit Python an (Ellmann 2026). Während dort die Frage im Mittelpunkt stand, wie Daten, Modelle und Ergebnisse kritisch beurteilt werden können, fragt dieses Buch stärker: Wie entsteht aus einem Problem, aus Daten und aus Analyse eine verantwortbare Lösung?

Eine zentrale Einsicht begleitet alle Kapitel: Gute Data Science entsteht nicht allein durch bessere Algorithmen. Sie entsteht durch gute Fragen, saubere Daten, begründete Entscheidungen, nachvollziehbare Prozesse und die Fähigkeit, technische Ergebnisse in praktische Wirkung zu übersetzen.

Dieses Buch richtet sich an Lernende, Studierende, Lehrende und Praktikerinnen und Praktiker, die Data Science nicht nur als Sammlung von Python-Techniken verstehen möchten. Es richtet sich an Menschen, die lernen wollen, wie man mit Daten Probleme löst und daraus verantwortbare Lösungen entwickelt.


Mathias Ellmann






Einleitung

Data Science wird oft als technisches Fachgebiet beschrieben. In Lehrbüchern stehen Programmiersprachen, Algorithmen, Datenbanken, Visualisierungstechniken und Verfahren des maschinellen Lernens im Mittelpunkt. Diese Werkzeuge sind zweifellos wichtig. Dennoch erklärt ihr Beherrschen allein noch nicht, warum manche Projekte erfolgreich sind und andere scheitern.

Viele Schwierigkeiten in Data-Science-Projekten entstehen nicht durch fehlende Algorithmen. Sie entstehen durch unklare Fragestellungen, unzureichende Datenqualität, falsch gewählte Zielgrößen, ungeeignete Metriken oder Missverständnisse zwischen technischen und fachlichen Beteiligten. Oft wird ein Modell entwickelt, bevor das eigentliche Problem verstanden wurde. Manchmal werden große Mengen an Daten gesammelt, obwohl noch unklar ist, welche Entscheidung überhaupt unterstützt werden soll.

Dieses Buch betrachtet Data Science deshalb aus einer anderen Perspektive. Im Mittelpunkt steht nicht die Frage, wie ein bestimmter Algorithmus funktioniert. Im Mittelpunkt steht die Frage:


Wie entsteht aus einem Problem, aus Daten und aus Analyse eine verantwortbare Lösung?



Data Science wird dabei als eine Form systematischer Problemlösung verstanden. Daten dienen als Hinweise auf Zusammenhänge, Ursachen, Risiken und Chancen. Modelle unterstützen Entscheidungen. Prozesse sorgen dafür, dass Lösungen reproduzierbar und langfristig nutzbar werden. Python stellt die technische Grundlage bereit, um diese Arbeit effizient umzusetzen (McKinney 2022; Pedregosa u. a. 2011; Géron 2022).


Von Daten zu Lösungen

Der Titel dieses Buches beschreibt den zentralen Weg eines Data-Science-Projekts: den Weg von Daten zu Lösungen.

Dieser Weg beginnt nicht mit einem Modell, sondern mit einem Problem. Ausgehend von diesem Problem werden Fragestellungen entwickelt, Daten gesucht, gesammelt und untersucht. Anschließend werden Daten aufbereitet, transformiert und in eine Form gebracht, die Analysen ermöglicht. Durch Feature Engineering entstehen neue Merkmale, die relevante Zusammenhänge sichtbar machen können (Kuhn und Johnson 2019).

Der Weg von Daten zu Lösungen folgt dabei keinem rein technischen Ablauf. Er orientiert sich an einem allgemeinen Problemlösungsprozess: Ein Problem wird diagnostiziert und beschrieben, Ziele werden formuliert, Daten und Zusammenhänge analysiert, Lösungsalternativen entwickelt und bewertet, Entscheidungen getroffen und schließlich in konkrete Umsetzung überführt (Andler 2015).

Darauf aufbauend werden Modelle entwickelt, verglichen und bewertet. Doch selbst ein leistungsfähiges Modell stellt noch keine verantwortbare Lösung dar. Erst wenn Ergebnisse verständlich kommuniziert, Risiken und Unsicherheiten eingeordnet, Entscheidungen begründet und technische Prozesse zuverlässig betrieben werden, entsteht ein tatsächlicher Nutzen (Huyen 2022; Treveil u. a. 2020).

Data Science endet daher nicht beim Training eines Modells. Sie endet erst dort, wo eine Lösung wirksam, nachvollziehbar und verantwortbar eingesetzt werden kann.



Problemlösung im gesamten Projektverlauf

In vielen Darstellungen erscheint Problemlösung als eine einzelne Phase innerhalb eines Projekts. In der Praxis begegnet sie jedoch während des gesamten Projektverlaufs.

Bereits bei der Datenbeschaffung müssen Entscheidungen getroffen werden: Welche Datenquellen sind geeignet? Welche Daten fehlen? Welche Qualität besitzen die verfügbaren Informationen?

Während der Datenaufbereitung treten neue Probleme auf: Fehlende Werte, Ausreißer, Dubletten, uneinheitliche Formate oder technische Einschränkungen erfordern geeignete Lösungsstrategien (Olson 2003).

Beim Feature Engineering stellt sich die Frage, welche Merkmale relevante Informationen enthalten und wie diese aus Rohdaten abgeleitet werden können (Kuhn und Johnson 2019).

Bei der Modellierung müssen unterschiedliche Ansätze verglichen, Metriken ausgewählt und Zielkonflikte bewertet werden (Hastie u. a. 2009; Provost und Fawcett 2013).

Schließlich entstehen bei der Umsetzung weitere Herausforderungen: Modelle müssen versioniert, überwacht und an veränderte Bedingungen angepasst werden (Breck u. a. 2020; Sculley u. a. 2015; Huyen 2022).

Problemlösung ist somit keine einzelne Aktivität. Sie bildet den gemeinsamen Nenner nahezu aller Tätigkeiten in Data Science. Der Denkweg reicht von der Diagnose eines Problems über Zielformulierung und Analyse bis zur Entscheidungsfindung und Umsetzung. Genau dieser Zusammenhang verbindet die technischen Schritte dieses Buches mit dem Untertitel: vom Problem zur verantwortbaren Lösung.



Die Rolle von Python

Python hat sich zu einer der wichtigsten Programmiersprachen für Data Science entwickelt. Bibliotheken wie pandas, NumPy und scikit-learn ermöglichen die effiziente Verarbeitung großer Datenmengen, die Entwicklung analytischer Verfahren und die Umsetzung maschineller Lernverfahren (McKinney 2010; Harris u. a. 2020; Pedregosa u. a. 2011).

Dieses Buch setzt Python konsequent als Werkzeug ein. Der Fokus liegt jedoch nicht auf der Sprache selbst. Python dient dazu, Ideen umzusetzen, Daten zu untersuchen und Lösungswege praktisch nachvollziehbar zu machen.

Die vorgestellten Beispiele orientieren sich an typischen Aufgaben aus Data-Science-Projekten. Ziel ist nicht das Auswendiglernen von Bibliotheksfunktionen, sondern das Verständnis dafür, warum bestimmte Schritte notwendig sind, welche Probleme sie lösen und welchen Beitrag sie zu einer verantwortbaren Lösung leisten.



Aufbau des Buches

Das Buch folgt dem typischen Verlauf eines Data-Science-Projekts und zugleich der Logik problemlösenden Arbeitens.

Im ersten Teil wird Data Science als problemlösende Disziplin eingeordnet. Anschließend stehen Datenbeschaffung, Datenqualität und ETL-Prozesse im Mittelpunkt. Diese Kapitel greifen vor allem die diagnostische Seite der Problemlösung auf: Es geht darum, Probleme, Datenquellen, Qualitätsrisiken und Ausgangsbedingungen zu verstehen.

Darauf folgen Kapitel zur Datenaufbereitung und zum Feature Engineering. Sie unterstützen Analyse und Zielformulierung, weil sie aus Rohdaten nutzbare Informationen und relevante Merkmale machen. Danach werden Modelle entwickelt, verglichen und anhand geeigneter Metriken bewertet. Hier rücken Alternativen, Zielkonflikte und Entscheidungsgrundlagen in den Vordergrund.

Im weiteren Verlauf wird betrachtet, wie Lösungen produktiv umgesetzt, überwacht und weiterentwickelt werden können. Abschließend geht es um die Kommunikation von Ergebnissen, Empfehlungen, Unsicherheiten und Grenzen. Denn eine Lösung ist erst dann verantwortbar, wenn ihre Annahmen, Risiken und Folgen nachvollziehbar dargestellt werden können.

Der Anhang ergänzt das Buch um Reflexionsfragen, Vorlagen, Übungen und eine kompakte Python-Kurzreferenz.



Für wen dieses Buch geschrieben wurde

Dieses Buch richtet sich an Studierende, Lehrende sowie Praktikerinnen und Praktiker, die Data Science nicht nur als technische Disziplin, sondern als strukturierte Problemlösungsarbeit verstehen möchten.

Grundkenntnisse in Python sind hilfreich, aber nicht zwingend erforderlich. Wichtiger ist die Bereitschaft, Daten nicht nur als Rohmaterial für Modelle zu betrachten, sondern als Grundlage für fundierte Entscheidungen.

Wer verstehen möchte, wie aus Problemen, Daten und Analysen verantwortbare Lösungen entstehen, findet in diesem Buch einen praxisnahen Begleiter für den gesamten Weg.





1 Data Science als Problemlösung




1.1 Von Daten zu Lösungen

Wenn über Data Science gesprochen wird, stehen häufig Technologien, Programmiersprachen und Algorithmen im Mittelpunkt. Man diskutiert über Machine Learning, neuronale Netze, Data Warehouses, Cloud- Plattformen oder die neuesten Bibliotheken für Python. Diese Werkzeuge sind wichtig, doch sie beantworten nicht die zentrale Frage:


Warum betreiben Unternehmen und Organisationen überhaupt Data Science?



Die Antwort ist einfach: Sie wollen Probleme lösen.

Kein Unternehmen investiert in Data Science, um möglichst viele Datensätze zu sammeln oder möglichst komplexe Modelle zu trainieren. Data Science wird eingesetzt, um bessere Entscheidungen zu treffen, Risiken zu reduzieren, Prozesse zu verbessern oder neue Handlungsmöglichkeiten zu erkennen.

Daten sind deshalb nicht das Ziel. Daten sind der Ausgangspunkt.


1.1.1 Von Daten zu Erkenntnissen

Rohdaten besitzen zunächst keinen unmittelbaren Wert. Erst durch ihre Analyse entstehen Informationen. Werden Informationen in einen Zusammenhang gebracht, können daraus Erkenntnisse entstehen.

Ein Onlinehändler verfügt beispielsweise über Millionen von Bestellungen. Diese Daten allein beantworten jedoch noch keine geschäftliche Frage.

Erst durch die Analyse wird sichtbar, welche Produkte häufig gemeinsam gekauft werden, welche Kundengruppen besonders aktiv sind oder welche Lieferprobleme auftreten. Aus diesen Erkenntnissen können Entscheidungen abgeleitet werden.

Data Science beschäftigt sich daher nicht nur mit Daten, sondern mit der Umwandlung von Daten in nutzbares Wissen (Fayyad u. a. 1996).



1.1.2 Von Erkenntnissen zu Entscheidungen

Erkenntnisse allein reichen jedoch nicht aus.

Ein Unternehmen kann wissen, dass eine bestimmte Kundengruppe eine hohe Kündigungswahrscheinlichkeit besitzt. Solange daraus keine Maßnahme entsteht, bleibt dieses Wissen wirkungslos.

Deshalb endet Data Science nicht bei der Analyse. Ziel ist die Unterstützung von Entscheidungen.

Typische Fragestellungen sind:


	Welche Kunden sollten gezielt angesprochen werden?


	Welche Produkte sollten empfohlen werden?


	Welche Prozesse verursachen unnötige Kosten?


	Welche Risiken müssen frühzeitig erkannt werden?


	Welche Ressourcen sollten priorisiert werden?




In allen Fällen dienen Daten dazu, bessere Entscheidungen zu ermöglichen.



1.1.3 Von Entscheidungen zu Lösungen

Selbst gute Entscheidungen stellen noch keine Lösung dar.

Eine Entscheidung muss umgesetzt werden. Prozesse müssen angepasst, Modelle integriert, Maßnahmen durchgeführt und Ergebnisse überwacht werden.

Ein Vorhersagemodell für Maschinenausfälle besitzt beispielsweise keinen Nutzen, solange die Vorhersagen nicht in Wartungsprozesse einfließen.

Eine Kundensegmentierung bleibt wertlos, wenn Marketingmaßnahmen nicht darauf abgestimmt werden.

Erst wenn Entscheidungen tatsächlich zu veränderten Handlungen führen, entsteht eine Lösung.

Data Science umfasst deshalb nicht nur Analyse und Modellierung, sondern auch Umsetzung und kontinuierliche Verbesserung (Huyen 2022; Treveil u. a. 2020).



1.1.4 Problemlösung als roter Faden

Dieses Buch betrachtet Data Science als eine Form strukturierter Problemlösungsarbeit.

Dabei geht es nicht darum, eine einzelne Methode auf alle Situationen anzuwenden. Vielmehr wird untersucht, wie typische Probleme während eines Data-Science-Projekts erkannt, analysiert und bearbeitet werden.

Solche Probleme treten in vielen Bereichen auf:


	Daten fehlen oder besitzen unzureichende Qualität.


	Mehrere Datenquellen müssen zusammengeführt werden.


	Geeignete Merkmale müssen entwickelt werden.


	Unterschiedliche Modellansätze konkurrieren miteinander.


	Bewertungskriterien widersprechen sich.


	Technische Lösungen müssen produktiv betrieben werden.




Jede dieser Situationen erfordert Entscheidungen. Jede dieser Entscheidungen stellt eine Form von Problemlösung dar.



1.1.5 Der Weg durch dieses Buch

Der Aufbau dieses Buches orientiert sich am Weg von Daten zu Lösungen.

Zunächst wird betrachtet, wie Probleme, Fragestellungen und Projektziele verstanden werden können. Anschließend geht es um die Beschaffung und Bewertung von Daten.

Darauf folgen die Themen Datenaufbereitung, ETL-Prozesse und Feature Engineering. Danach stehen Modellierung und Modellbewertung im Mittelpunkt.

Die späteren Kapitel beschäftigen sich mit der produktiven Umsetzung von Lösungen sowie mit der Kommunikation von Ergebnissen und Empfehlungen.

Python dient dabei als praktisches Werkzeug, um die vorgestellten Ideen nachvollziehbar umzusetzen. Im Mittelpunkt stehen jedoch nicht einzelne Bibliotheken oder Algorithmen, sondern die Frage, wie Daten genutzt werden können, um reale Probleme zu lösen.



1.1.6 Ein veränderter Blick auf Data Science

Viele Einsteiger betrachten Data Science zunächst als Sammlung technischer Verfahren.

Mit zunehmender Erfahrung zeigt sich jedoch, dass erfolgreiche Projekte selten an fehlenden Algorithmen scheitern. Häufig scheitern sie an unklaren Fragestellungen, ungeeigneten Daten, falschen Annahmen oder schlecht kommunizierten Ergebnissen.

Deshalb lohnt es sich, Data Science nicht primär als technische Disziplin zu verstehen, sondern als Verbindung von Analyse, Entscheidungsunterstützung und Umsetzung.

Wer diesen Blick einnimmt, erkennt schnell:


Daten sind nicht das Ziel von Data Science.

Lösungen sind das Ziel von Data Science.







1.2 Data-Science-Projekte verstehen

Data Science wird häufig mit Algorithmen, Programmiersprachen und Datenmengen verbunden. Wer jedoch an realen Projekten arbeitet, erkennt schnell, dass Data Science weit mehr ist als die Anwendung technischer Verfahren.

Ein Data-Science-Projekt ist kein isoliertes Analysevorhaben. Es ist ein Versuch, ein konkretes Problem mithilfe von Daten besser zu verstehen und zu lösen. Dabei müssen fachliche Anforderungen, technische Möglichkeiten, organisatorische Rahmenbedingungen und wirtschaftliche Ziele miteinander in Einklang gebracht werden.

Um erfolgreich in Data Science zu arbeiten, genügt es daher nicht, Modelle trainieren zu können. Ebenso wichtig ist das Verständnis dafür, wie Projekte entstehen, welche Ziele verfolgt werden und welche Entscheidungen während des Projektverlaufs getroffen werden müssen.


1.2.1 Warum Data-Science-Projekte entstehen

Data-Science-Projekte beginnen selten mit Daten.

In den meisten Fällen steht zunächst ein Problem oder ein Wunsch nach Verbesserung im Mittelpunkt.

Beispiele sind:


	Kundinnen und Kunden kündigen häufiger als erwartet.


	Maschinen fallen ungeplant aus.


	Lieferzeiten sind zu lang.


	Betrugsfälle verursachen hohe Kosten.


	Marketingmaßnahmen erzielen nicht die gewünschten Ergebnisse.


	Bestände werden schlecht geplant.




Erst nachdem ein solches Problem erkannt wurde, stellt sich die Frage, ob Daten helfen können, die Situation besser zu verstehen oder zu verbessern.

Data Science ist deshalb grundsätzlich zweckorientiert. Sie dient nicht der Analyse um ihrer selbst willen, sondern verfolgt konkrete fachliche Ziele (Provost und Fawcett 2013).



1.2.2 Typische Bestandteile eines Projekts

Obwohl Projekte sehr unterschiedlich sein können, besitzen viele Data-Science-Vorhaben ähnliche Bestandteile.

Zu Beginn wird das Problem analysiert und die Fragestellung präzisiert. Anschließend werden Datenquellen identifiziert und die Verfügbarkeit relevanter Daten geprüft.

Danach folgen häufig:


	Datenbeschaffung


	Datenintegration


	Datenbereinigung


	Explorative Datenanalyse


	Feature Engineering


	Modellierung


	Evaluation


	Umsetzung


	Monitoring




Diese Schritte ähneln bekannten Vorgehensmodellen wie KDD oder CRISP-DM (Fayyad u. a. 1996; Chapman u. a. 2000).

In der Praxis verlaufen Projekte jedoch selten streng linear. Erkenntnisse aus späteren Phasen führen häufig dazu, dass frühere Annahmen überarbeitet werden müssen.



1.2.3 Projekte als Lernprozesse

Ein häufiger Irrtum besteht darin, Data-Science-Projekte als vorhersehbare technische Prozesse zu betrachten.

Tatsächlich besitzen viele Projekte einen hohen Anteil an Unsicherheit.

Zu Beginn ist oft unklar,


	welche Daten tatsächlich verfügbar sind,


	welche Merkmale relevant sein werden,


	welche Modellansätze geeignet sind,


	welche Zielgröße sinnvoll gewählt werden sollte,


	welche Qualität realistisch erreichbar ist.




Data-Science-Projekte sind deshalb auch Lernprozesse.

Mit jeder Analyse entsteht neues Wissen über Daten, Zusammenhänge, Einschränkungen und mögliche Lösungswege.

Viele Entscheidungen werden erst möglich, nachdem erste Ergebnisse vorliegen.



1.2.4 Die Rolle der Fragestellung

Der Erfolg eines Projekts hängt häufig stärker von der Qualität der Fragestellung als von der Wahl eines bestimmten Algorithmus ab.

Eine unklare Fragestellung führt fast zwangsläufig zu unklaren Ergebnissen.

Beispielsweise erscheint die Aussage


„Wir wollen Machine Learning einsetzen.“



zunächst ambitioniert. Tatsächlich beschreibt sie jedoch kein Problem.

Deutlich hilfreicher wäre eine Fragestellung wie:


„Wie können wir frühzeitig erkennen, welche Kundinnen und Kunden mit hoher Wahrscheinlichkeit kündigen werden?“



Erst eine präzise Fragestellung ermöglicht die Auswahl geeigneter Daten, Merkmale und Modelle.



1.2.5 Technische und fachliche Perspektiven

In vielen Projekten arbeiten Menschen mit unterschiedlichen Hintergründen zusammen.

Fachabteilungen kennen Prozesse, Produkte und Kunden. Data Scientists verfügen über analytische Methoden und technisches Wissen. IT-Abteilungen stellen Infrastruktur und Systeme bereit.

Probleme entstehen häufig dann, wenn diese Perspektiven nicht aufeinander abgestimmt werden.

Ein Modell kann technisch hervorragend sein und dennoch keinen praktischen Nutzen erzeugen, wenn es die eigentliche fachliche Fragestellung verfehlt.

Ebenso kann eine fachlich sinnvolle Idee scheitern, wenn notwendige Daten fehlen oder technische Anforderungen nicht berücksichtigt werden.

Erfolgreiche Projekte verbinden daher fachliches Verständnis mit analytischer und technischer Kompetenz.



1.2.6 Typische Ursachen für Projektprobleme

Viele Schwierigkeiten in Data Science entstehen nicht erst bei der Modellierung.

Häufige Ursachen sind:


	unklare Projektziele,


	fehlende Daten,


	schlechte Datenqualität,


	unrealistische Erwartungen,


	ungeeignete Erfolgskriterien,


	mangelnde Kommunikation,


	fehlende Umsetzungsstrategien.




Interessanterweise spielen algorithmische Probleme oft eine deutlich geringere Rolle als organisatorische oder fachliche Hindernisse.

Deshalb lohnt es sich, Projekte ganzheitlich zu betrachten und nicht ausschließlich auf technische Aspekte zu fokussieren.



1.2.7 Data Science als Wertschöpfung

Letztlich wird ein Data-Science-Projekt nicht daran gemessen, wie komplex die verwendeten Verfahren sind.

Entscheidend ist vielmehr, ob ein messbarer Nutzen entsteht.

Ein einfaches Modell kann erfolgreicher sein als ein hochkomplexes Verfahren, wenn es bessere Entscheidungen ermöglicht, Kosten senkt, Risiken reduziert oder Prozesse verbessert.

Data Science erzeugt ihren Wert daher nicht durch Algorithmen allein, sondern durch die Verbindung von Daten, Analyse, Entscheidungen und praktischer Umsetzung.



1.2.8 Worauf wir in diesem Buch achten werden

Im weiteren Verlauf dieses Buches betrachten wir Data-Science-Projekte durchgehend aus der Perspektive der Problemlösung.

Dabei werden wir immer wieder dieselben Fragen stellen:


	Welches Problem soll gelöst werden?


	Welche Daten helfen bei der Analyse?


	Welche Entscheidungen müssen getroffen werden?


	Welche Lösungsalternativen existieren?


	Wie kann der Erfolg bewertet werden?


	Wie wird aus einer Analyse eine nutzbare Lösung?




Diese Fragen begleiten nahezu jede Phase eines Data-Science-Projekts und bilden den roten Faden für den weiteren Aufbau dieses Buches.





1.3 Probleme, Fragestellungen und Entscheidungen

Data Science beginnt nicht mit Daten. Sie beginnt mit einem Problem.

Diese Aussage mag zunächst überraschen, da Daten im Namen der Disziplin bereits enthalten sind. In der Praxis zeigt sich jedoch, dass erfolgreiche Projekte fast immer mit einer klaren Fragestellung starten und nicht mit einem Datensatz.

Wer lediglich vorhandene Daten untersucht, ohne ein zugrunde liegendes Problem zu verstehen, läuft Gefahr, interessante Muster zu finden, die keinen praktischen Nutzen besitzen. Erst wenn Daten mit einer konkreten Fragestellung verbunden werden, können daraus relevante Erkenntnisse entstehen.


1.3.1 Was ist ein Problem?

Im Alltag wird der Begriff “Problem” häufig negativ verstanden. In Data Science bedeutet ein Problem zunächst lediglich, dass zwischen einem aktuellen Zustand und einem gewünschten Zustand eine Lücke besteht.

Beispiele sind:


	Die Kundenabwanderung ist höher als gewünscht.


	Die Nachfrage kann nur unzureichend vorhergesagt werden.


	Betrugsfälle werden zu spät erkannt.


	Produktionsanlagen fallen unerwartet aus.


	Marketingbudgets werden ineffizient eingesetzt.




In allen Fällen existiert ein Zustand, der verbessert werden soll.

Ein Problem ist daher weniger eine Störung als vielmehr ein Anlass, eine bessere Lösung zu finden.



1.3.2 Von Problemen zu Fragestellungen

Probleme sind häufig unscharf formuliert.

Ein Unternehmen könnte beispielsweise feststellen:


Unsere Kunden kündigen zu häufig.



Diese Aussage beschreibt zwar ein Problem, liefert jedoch noch keine konkrete Arbeitsgrundlage für ein Data-Science-Projekt.

Deshalb muss das Problem in eine Fragestellung übersetzt werden.

Mögliche Fragestellungen wären:


	Welche Faktoren beeinflussen die Kündigungswahrscheinlichkeit?


	Welche Kundengruppen kündigen besonders häufig?


	Können Kündigungen frühzeitig vorhergesagt werden?


	






1.3.3 Gute und schlechte Fragestellungen




	

	

	

	

	
















1.3.4 Die Bedeutung von Entscheidungen










	

	

	

	

	






1.3.5 Entscheidungen unter Unsicherheit








1.3.6 Typische Fehler bei der Problemdefinition




	

	

	

	

	

















1.3.7 Probleme verändern sich







1.3.8 Vom Problem zur Lösung
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